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我 们 提 出了一 种 有 效的算 法 ， 将给定 的 图 像嵌入 到

StyleGAN 的潜在空间中。这种嵌入使语义图像编辑操作可

应 用 于 现 有 照 片 。 以 在 FFHQ 数 据 集 上 受 过 训 练 的

StyleGAN 为例，我们显示了图像变换，样式转移和表达转

移的结果。研究嵌入算法的结果可为 StyleGAN 潜在空间的

结构提供有价值的见解。我们提出了一组实验来测试可以嵌

入哪些类别的图像，如何嵌入图像，适合嵌入的潜在空间以

及嵌入是否在语义上有意义。 

 
 

1.  
 

生成对抗网络（GAN）非常成功地应用于各种计算机视

觉应用中，例如纹理合成[20 、37、31] ，视频生成[35 、

34]，图像到图像转换[11、40、1、27]和对象检测[21 ]。 

在过去的几年中，由 GAN 合成的图像质量迅速提高。与

2015 年的开创性 DCGAN 框架[28] 相比，当前最先进的

GAN [14 、3、15、40、41] 可以以更高的分辨率进行合

成，并产生更加逼真的图像。其中，StyleGAN [15] 利用了

一个中间的 W 潜在空间，该空间有望实现一些可控的图像

修改。我们相信，当可以修改给定的图像而不是随机生成的

GAN 图像时，图像修改的方式会更加令人兴奋。这就引出

了问题，即是否可以将给定的照片嵌入 GAN 的潜在空间。 

为了解决这个问题，我们构建了一个嵌入算法，可以在

FFHQ 数据集上预先训练的 StyleGAN 潜在空间中映射给定

图像 I。我们的重要见解之一是，当使用扩展的潜在空间

W+ 时，预训练的 StyleGAN 的泛化能力会大大增强（请参

见第 3.3 节）。因此，令人惊讶的是，我们的嵌入算法 

 

 

不仅可以嵌入人脸图像，而且还可以成功嵌入来自不同

类别的非面部图像。 因此，我们将通过对嵌入进行量化

分析来继续我们的研究，以查看嵌入是否在语义上有意

义。 为此，我们建议对潜在空间中的向量使用三个基本

运算：线性插值，交叉以及添加向量和比例差向量。 这

些操作对应于三个语义图像处理应用程序：图像变换，

样式转移和表达转移。 结果，我们对潜在空间的结构有

了更深入的了解，并且可以解决为何无法嵌入非面部图

像实例（例如汽车）的谜团。 

 

   我们的贡献包括： 
 

ɓ   一种有效的嵌入算法，可以将给定图像映射到预先

训练的 StyleGAN 的扩展潜空间 W+ 中。 
 

ɓ   我们研究了多个问题，以深入了解 StyleGAN 潜在

空间的结构，例如：可以嵌入哪种类型的图像？ 可以

嵌入哪种类型的面孔？ 可以使用哪些潜在空间进行嵌

入？ 
 

ɓ   我们建议对向量使用三个基本运算来研究嵌入的质

量。结果，我们可以更好地了解潜在空间以及如何嵌入

不同类别的图像。作为副产品，我们在多种人脸图像编

辑应用程序（包括图像变换，样式转移和表情转移）上

均获得了出色的结果。 

 

2.  
 

GAN   从 Goodfellow 等人的开创性工作[8] 开

始。在 2014 年，整个计算机视觉社区在过去几年中目睹了

GAN 的快速改进。对于图像生成任务，DCGAN [28] 是第

一个里程碑，奠定了 GAN 体系结构作为全卷积神经网络的

基础。从那时起，我们进行了各种努力 
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图 1：第一行：输入图像。 最下面一行：将图像嵌入到 StyleGAN 潜在空间中的结果。 
 

从不同方面改善 GAN 的性能损失函数[23，2]，正则化或规

范化[9，25]和体系架构[9] 。但是，由于计算能力的限制和

高质量训练数据的不足，这些作品只能使用为分类/ 识别任

务而收集的低分辨率和劣质数据集进行测试。为了解决这个

问 题 ， Karras 等 人 收 集了第 一 个 高质量 的 人 脸数据 集

CelebA-HQ，并提出了一种渐进式训练策略来训练 GAN 进

行高分辨率图像生成任务[14] 。他们的 ProGAN 是第一个

可以以 1024×1024 高分辨率生成逼真的人脸的 GAN。但

是，从复杂数据集（例如 ImageNet ）生成高质量图像仍然

是一个挑战。为此，Brock 等提出了 BigGAN ，并认为

GAN 的训练从大批次生成中显著受益[3] 。他们的 BigGAN

可以生成逼真的样本和平滑插值，且跨越不同的类别。最

近，Karras 等收集了更多样化和更高质量的人脸数据集

FFHQ，并提出了一种新的生成器体系结构，其灵感来自神

经样式转移的想法[10] ，这进一步提高了 GAN 在人脸生成

任务上的性能[15] 。然而，由于神经网络的可解释性不足而

缺乏对图像修改的控制仍然是一个未解决的问题。在本文

中，我们通过将用户指定的图像嵌入到 GAN 潜在空间中来

解决可解释性问题，这推进了许多潜在应用的诞生。 

 

▄ᶇ Ṧԃ  通常，存在两种将实例从图像空间嵌入

到潜在空间的方法：i）学习将给定图像映射到潜在空间的

编码器（例如，变分自动编码器[16] ） ; 

 

ii）选择一个随机的初始潜在编码，并使用梯度下降法对

其进行优化[39 ，4]。在它们之间，第一种方法通过执行通

过编码器神经网络的前向传递，提供了图像嵌入的快速解决

方案。但是，它通常存在超出训练数据集范围的这一常见问

题。在本文中，我们决定以第二种方法为基础，以提供更通

用、更稳定的解决方案。作为同时开发的工作，Github 存

储库上 stylegan -encoder [26] 也证明了基于优化的方法可

以嵌入非常高的视觉质量。 

 

Ỗּרὄ᷁ᵘ‒ẩ Ὀ  传统上，使用 L1 或 L2 损失函数在

像素空间中测量两个图像之间的低级相似性。在过去的几年

中，受复杂图像分类[18，22]成功的启发，Gatys 等人 [7，

6]观察到 VGG 图像分类模型[22] 学习出的滤波器是出色的

通用特征提取器，并建议使用提取特征的协方差统计量来测

量图像之间的高级相似性感知，然后将其称作感知损失

[12 ，5]。为了证明他们的方法的威力，他们在样式转移方

面显示了令人鼓舞的结果[6]。 

具体来说，他们认为 VGG 神经网络的不同层以不同的比

例提取图像特征，并且可以分为内容和样式。 

为了加速初始算法，Johnson 等人[12] 提出了一种训练

神经网络来解决[6] 的优化问题的方法，该问题可以将给定

图像的样式实时转换为任何其他图像。他们方法的唯一局限

性是他们需要为不同样式的图像训练单独的神经网络。最后

Huang 和 Belongie[10] 通过自适应实例归一化解决了这个

问题。 
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结果是，他们可以实时传递任意样式。 

 

3. StyleGAN

 
 

我们着手研究是否可以将图像嵌入 StyleGAN 潜在空间

的问题。这个问题并非微不足道，因为我们最初将面孔以及

在其它 GAN 上进行嵌入实验的结果是，面孔不再具备可识

别性。由于 FFHQ 数据集在多样性上的改进和 StyleGAN

架构的超高生成品质，人们重新希望将现有图像嵌入潜在空

间的任务成为可能。 
 

3.1   
 

为了测试我们的方法，我们收集了一个小规模的数据

集，其中包含 25 种不同的图像，涵盖 5 个类别（即脸，

猫，狗，汽车和绘画）。数据集的详细信息显示在补充材料

中。我们使用 StyleGAN [15] 提供的代码对人脸图像进行预

处理。该过程包括配准到典型的脸部位置。 

为了更好地了解潜在空间的结构和属性，研究大量图像

类的嵌入是有益的。我们选择猫，狗和绘画的面孔，因为它

们与人脸具有相同的整体结构，但是描绘方式却截然不同。

选择汽车是因为它们与面孔没有结构相似性。 

图 1 显示了嵌入结果，其中包含每个样本类别中收集到

的测试数据集中的一个示例。可以看出，嵌入的奥巴马面孔

具有很高的感知质量，可以忠实地复制输入内容。但是，应

注意的是，嵌入的脸部略微光滑，没有细微的细节。 

有趣的是，在人脸之外，我们发现尽管 StyleGAN 生成

器是在人脸数据集上进行训练的，但嵌入算法仍能够远远超

越人脸。如图 1 所示，尽管比人脸稍微差一点，但我们可以

获得合理且相对高质量的猫，狗，甚至是绘画和汽车的嵌入

物。这揭示了算法的有效嵌入能力以及生成器学习到的滤波

器的泛化性。 

另一个有趣的问题是预训练的潜在空间的质量如何影响

嵌入。为了进行这些测试，我们还使用了经过汽车，猫，... 

如补充材料所示，这些结果的质量明显较低。 
 

3.2   
 

仿射变换如图 2 和表 1 所示，StyleGAN 嵌入的性能非

常敏感 

 

 

表 1：转换图像的嵌入结果。 L 是优化后的损失（等式 1）。 

是潜码 和平均人脸[15] 的编码 （第 5.1 节）之间的

距离。 

 
 

在仿射变换（平移，调整大小和旋转）时。其中，平移似乎

性能最差，因为它可能产生无效的面部嵌入效果。对于调整

大小和旋转，结果仍是有效的面部。但是，它们模糊不清，

丢失了许多细节，这些细节仍然比常规嵌入更糟。从这些观

察中，我们认为 GAN 的泛化能力对仿射变换很敏感，这意

味着学习到的表示在一定程度上仍与大小和位置有关。 

Ṧԃῑ ᶂӴ  如图ײַ 3 所示，StyleGAN 的嵌入性能

对于图像中的缺陷具有强大的鲁棒性。可以观察到，不同面

部特征的嵌入彼此独立。例如，移开鼻子不会对眼睛和嘴巴

的嵌入产生明显影响。一方面，这种现象对于一般的图像编

辑应用程序是有益的。另一方面，它表明潜在空间不会迫使

嵌入的图像成为完整的面孔，即它不会修补丢失的信息。 
 

3.3   
 

StyleGAN [15] 中有多个潜在空间可用于嵌入。两个明显

的候选者是初始潜空间 Z 和中间潜空间 W。通过使它们经

过 8 层完全连接的神经网络，从 512 维向量 获得

512 维向量 。对我们工作的重要理解是，将其直

接嵌入 W 或 Z 是不容易的。因此，我们建议将其嵌入扩展

的潜在空间 W+ 中。 W+ 是 18 个不同的 512 维 W 矢量的

串联，每个 StyleGAN 体系结构的一层可以通过 AdaIn 接

收输入。如图 5（c）（d）所示，直接嵌入 W 不会产生合

理的结果。另一个有趣的问题是，学习到的网络权重对于结

果有多重要。我们通过图 5 的（b）（e）显示嵌入 
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(a) (b) (c) (d) (e) (f) (g) 
 

图 2：第一行：输入图像。 最下面一行：嵌入的结果。 （a）标准嵌入结果。 （b）向右平移 140 像素。 （c）向左平移 160 像素。 （d）

缩小 2 倍。 （e）放大 2 倍。 （f）90 度旋转。 （g）180 旋转。 
 
 
 
 
 
 
 
 
 
 
 

 

图 3：对缺陷图像嵌入的压力测试结果。 第一行：输入图像。 最下

面一行：嵌入的结果。 

 

只需使用随机权重进行初始化即可。 
 

4.  
 

我们提出了三个测试来评估嵌入是否在语义上有意义。 

这些测试中的每一个都可以通过对向量 的简单潜在编码

操纵来进行，并且这些测试对应于计算机视觉和计算机图形

学中的语义图像编辑应用程序：图像变换，表达传递和样式

传递。如果最终的操作产生了高质量的图像，我们认为测试

成功。 
 

4.1   
 

图像变换是计算机图形学和计算机视觉领域的长期研究

课题，例如 [36，29，30，32，38，17]）。给定两个具有

各自潜矢量 w1 和 w2 的嵌入图像，通过线性插值计算变

换： ，以及随后使用新编码 w

生成图像。如图 4 所示，我们的方法在人脸图像之间（行

1,2,3）生成高质量的变换，但在类内（行 4）和类间（行

5）变换中的非人脸图像上均失败 。 

 

 

 
 

 

 
 

 
 
 
 
 

 

 

 
 

图 4：在两个嵌入式图像（最左侧和最右侧的图像）之间变换。 
 
 

 

有趣的是，可以观察到在类间变换的中间图像中存在人脸轮

廓，这表明该 StyleGAN 的潜在空间结构专用于人脸。 因

此，我们推测非面部图像实际上是通过以下方式嵌入的。 

即最初的图层会创建一个类似人脸的结构，但随后的图层会

在此结构上绘画，因此不再可识别。尽管对变换本身的广泛

研究超出了本文的范围，但我们认为面部变换结果非常好，

并且可能会更好 
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(a) (b) (c) (d) (e) (f) (g) 
 

图 5：（a）原始图像。 将结果嵌入原始空间 W：（b）在网络层中使用随机权重；（c）进行 w 初始化； （d）随机初始化。 将结果嵌入

W+ 空间：（e）在网络层中使用随机权重； （f）用 w 初始化； （g）具有随机初始化。 

 
 

相比于目前的最新水平而言。我们将这项调查留给以后的工

作。 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

图 6 ： 第 一 列 ： 样 式 图 像 ；  第 二 列 ： 使 用 来 自 VGG-16 的 

conv4 _2 层的样式损失嵌入的风格化图像； 第三至第六列：通过将

嵌入的样式图像替换为基础图像的最后 9 层的潜在编码来进行样式

转换。 
 
 

4.2   
 

给定两个潜在编码 w1 和 w2，样式转换由交叉操作[15]

组成。 我们显示了嵌入式风格化图像与其他面部图像之间

的样式转换结果（图 6）以及不同类别的嵌入式图像之间的

样式转换结果（图 8）。 

更具体地说，在图 8 中，我们保留了潜在编码 

 
 

前 9 层（对应于空间分辨率 - ）的嵌入内容图像，并

用后 9 层（对应于空间分辨率 - ）的样式图像覆盖

潜码。我们的方法能够传递低级特征（例如颜色和纹理），

但不能忠实地维护非面部图像的内容结构（图 8 第二列），

尤其是绘画图片上。这种现象表明，StyleGAN 的泛化和表

达能力更可能驻留在与较高空间分辨率相对应的样式层中。 

 

4.3  

 

给定三个输入向量 ， ， ，将表达式传递计

算为 ，其中 是目标图像的

潜码， 对应于源图像的中性表达式， 对应于更独特

的表达式。例如， 可以对应于同一个人的笑脸，而

可以对应于同一个人的无表情的脸。为了消除噪声（例如背

景噪声），我们启发式地在差分潜码通道的 L2 范数上设置

了一个下限阈值，低于此阈值时，该通道将被零向量替代。

对于上述实验，阈值的选定值为 1。我们对所得向量进行归

一化，以控制表达式在特定方向上的强度。这样的代码相对

独立于源代码，可用于传递表达式（图 7）。我们相信这些 
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图 7：表达转移的结果。 第一行显示了来自 IMPA -FACES3D [24]数据集的参考图像。在以下各行中，每个示例中的中间图像都是嵌入图

像，其表达分别逐渐转移到参考表达式（在右侧）和相反方向（在左侧）。补充材料中包含更多结果。 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

图 8：嵌入式样式图像（第一列）和嵌入式内容图像（第一行）之

间的样式转换。 
 

 

表达转移结果也具有很高的质量。补充材料和随附的视频中

提供了附加结果。 

 

5.  
 

我们的方法遵循简单的优化框架[4] ，将给定的图像嵌入

到预训练生成器的流形上。从合适的初始化 w 开始，我们

搜索优化的向量 ，该向量使测量给定图像与从 w 生成的

图像之间的相似性的损失函数最小化。算法 1 显示了我们方

法的伪代码。这项工作的一个有趣的方面是，并非所有的设

计选择都可以产生良好的结果，并且对设计选择进行试验可

以为嵌入提供更多的见解。 
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表 2：潜在编码初始化的算法选择理由。 w Init 表示潜在编码 w 的

初始化方法。 L 是优化后的损失平均值（等式 1）。 是潜

码 和平均人脸[15] 的编码 之间的距离。 

 
 

5.1.  
 

我们研究初始化的两个设计选择。首选是随机初始化。

在这种情况下，每个变量均独立于均匀分布 U[-1,1]。第二

种选择是由观察得出的，即到平均潜矢量 的距离可以用

来识别低质量的人脸[15] 。因此，我们建议使用 作为初始

化，并期望优化收敛到更接近 的向量 。 

为了评估这两个设计选择，我们比较了损失值和优化后

的潜在码 与 之间的距离 。如表 2 所示，初始

化人脸图像嵌入的 w = 不仅使优化的 更接近 ，而

且实现了低得多的损失值。但是，对于其他类别的图像（例

如狗），随机初始化被证明是更好的选择。直觉上，该现象

表明该分布仅具有一个脸部簇，其他实例（例如狗，猫）是

围绕该簇的分散点，没有明显的模式。定性结果如图 5（f）

（g）所示。 

 

5.2   
 

为了在优化期间测量输入图像和嵌入图像之间的相似

性，我们采用了损失函数，该函数是 VGG-16 感知损失[12]

和逐像素 MSE 损失的加权组合： 

 

其中 是输入图像，G(·)是预训练生成器，

N 是图像中标量的数量（即 N = n ×n×3），w 是要优化的

潜码， 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

 

图 9：损失函数的算法选择依据。每行分别显示测试数据集中五个

不同类别的图像结果。从左到右，每一列显示：（1）原始图像； 

（2）仅逐像素 MSE 损失；（3）仅在 VGG-16 conv3 _2 层上的感

知损失；（4）逐像素 MSE 和 VGG-16conv3 _2 损失；（5）仅感

知损失（等式 2）；（6）我们的损失函数（等式 1）。 补充材料

中包含更多结果。 

 

凭经验可获得  = 1 以取得良好的性能。对于等式 1 中

的感知损失项  (·)，我们使用： 

 

其中 是输入图像， 是 VGG-16 层

conv1 _1，conv1 _2，conv3 _2 和 conv4 _2 的特征输出，

是第 j 层输出中的标量数量， = 1 对于所有 j 都是根据

经验获得的，具有良好的性能。 

我们对感知损失以及按像素方式的 MSE 损失的选择来自

以下事实：仅按像素方式的 MSE 损失无法找到高质量的嵌

入。因此，感知损失充当某种正则化器，以将优化引导到潜

在空间的正确区域。 

我们进行消融研究以证明我们在等式 1 中选择损失函数

的合理性。如图 9 所示，仅使用像素级 MSE 损失项（第 2

列）可以很好地嵌入一般颜色，但无法捕捉非面部图像的特

征。此外，它具有平滑效果，即使对于人脸也不会保留细

节。有趣的是，由于像素级 MSE 损失在像素空间中起作用

并忽略 
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图 10：损失值与优化步骤数的关系 

 
 
 

特征空间的差异，其在非人脸图像（例如汽车和绘画）上的

嵌入结果趋于预先训练的 Style-GAN [ 15]的平均人脸。 这

个问题通过测量特征空间中图像相似性的感知损失（第 3、

5 列）解决。由于我们的嵌入任务要求嵌入式图像在所有比

例下均接近输入，因此我们发现，与仅使用单个图层（第 3

列）匹配 VGG-16 网络（第 5 列）的多层特征相比，效果

更好。 这进一步促使我们将像素方式的 MSE 损失与感知损

失（第 4、6 列）结合起来，因为像素方式的 MSE 损失可

以看作是像素级的最低水平的感知损失。 图 9 的第 6 列显

示了我们最终选择（像素级 MSE +多层感知损失）的嵌入

结果，该结果在不同算法选择中均获得了最佳性能。 

 

5.3   
 

在所有实验中，我们使用 Adam 优化器的学习率为

0.01,  = 0 .9, = 0 .999 和 。  我们使用

5000 个梯度下降步骤进行优化，在 32GB Nvidia TITAN 

V100 GPU 上每个图像花费的时间不到 7 分钟。 

为了证明选择 5000 个优化步骤的合理性，我们调查了损

失函数随迭代次数的变化。如图 10 所示，人脸图像的损失

值下降最快，并在约 1000 个优化步骤收敛。猫，狗和汽车

的图像在约 3000 个优化步骤中较慢收敛；而绘画图像的收

敛曲线最慢，约 5000 个优化步骤。 我们选择在所有实验中

针对 5000 步优化损失函数。 

 
 
 
 
 

 

图 11：迭代嵌入的压力测试结果。最左侧的列显示原始图像，随后

的列是迭代嵌入的结果。 
 
 

ҥṦԃ  我们测试了该方法在迭代嵌入中的鲁棒性，

即我们将嵌入结果作为新的输入图像进行迭代，然后再次进

行嵌入。此过程重复七次。如图 11 所示，尽管可以保证输

入图像在第一次嵌入之后就存在于模型分布中，但是所提出

的方法的性能随着迭代嵌入的数量而缓慢退化（丢失更多细

节）。这种现象的原因可能是所采用的优化方法在局部最优

周围收敛缓慢。对于人脸以外的嵌入，随机初始潜在编码也

可能是降级的因素。总而言之，这些观察结果表明，尽管很

难实现“完美”的嵌入，但我们的嵌入方法仍可以轻松地在

模型分布上合理地达到“良好”的嵌入。 

 

6.  
 

我们提出了一种有效的算法，将给定的图像嵌入到

StyleGAN 的潜在空间中。该算法支持语义图像编辑操作，

例如图像变换，样式转移和表达转移。我们还使用该算法来

研究 Style-GAN 潜在空间的多个方面。我们提出了实验，

以分析可以嵌入哪种类型的图像，如何嵌入图像以及嵌入的

意义。我们工作的重要结论是，在扩展的潜在空间 W+ 中嵌

入效果最好，并且可以嵌入任何类型的图像。但是，只有脸

部的嵌入才有意义。 

我们的框架仍然有几个限制。首先，我们继承了经过预

训练的 StyleGAN 中存在的图像伪像，并在补充材料中进行

了说明。其次，优化过程需要花费几分钟，如果可以在不到

一秒钟的时间内完成工作的嵌入算法对于交互式编辑会更具

吸引力。 

在未来的工作中，我们希望将我们的框架扩展到除静态

图像之外的过程视频。此外，我们想探索在三维数据（例如

点云或网格）上训练的 GAN 中的嵌入。 
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图 12：第一列：原始图像（1024×1024 ）。第二列：嵌入图像，

将感知损失应用于 256×256 分辨率的调整大小的图像。 第三列：

嵌入图像，在原始 1024×1024 分辨率下将感知损失应用于图像。 

 

7.  
 

ᾎὊ   为了测试我们的嵌入算法，我们收集了一个包

含 25 种图像的小型数据集，这些图像分为五个不同类别：

人脸，猫，狗，汽车和绘画（图 17）。 

Ṧԃײַו Ὼ  为了进一步支持我们在主要论文中对

初始潜在编码的发现，我们在图 13 中显示了更多结果。可

以观察到：对于人脸图像，用平均人脸潜在编码初始化优化

效果更好；对于非人脸图像，使用从多元均匀分布中随机采

样的潜码是更好的选择。 

ᶂӴṦԃַײḦ Ὼ  表 3 给出了缺陷图像嵌入的

相应定量结果（本论文中的图 3）。结果表明，与无缺陷的

脸部相比，有缺陷的脸部的嵌入图像距离平均脸部更远。这

重申了有效面部围绕平均面形成簇。 

StyleGAN ᶀῑᶃẺҿӴ  有趣的是，我们观察到在ײַ

FFHQ 上训练了 StyleGAN 模型 

 

 
表 3：缺陷图像嵌入的定量结果（论文中的图 3）。L 是优化后的损

失。 是潜码 和平均人脸的编码 之间的距离。 

 
 

数据集（正式发布[15，33]）在生成的图像中固有地创建了

圆形伪像，在我们的嵌入结果中也可以观察到这些伪像（图

21）。因此，这些伪像与我们的嵌入算法无关，并且将来可

能会通过采用更好的预训练模型来解决。 

ᶡ҇ ImageNet Ṕײὄַ᷁רỖּײַ   所有现有的感知

损失都使用 ImageNet 数据集上训练的分类器（例如 VGG-

16，VGG-19），这些分类器仅限于 224×224 的分辨率。

在本文中，我们旨在嵌入高分辨率（1024 ×1024 ）的图像

比 ImageNet 图像大得多。分辨率的这种不一致可能会禁

用学习的图像滤波器，因为它们与比例有关。为此，我们遵

循常规做法[13，19]，并使用一个简单的调整大小技巧来计

算 256×256 分辨率的调整大小图像的感知损失。如图 12

所示，具有调整大小技巧的嵌入结果在原始分辨率下的性能

更佳。但是，在调整大小时会丢失一些小的细节，这可能会

稍微使嵌入结果更加平滑。我们期望未来的工作实现通过在

更高分辨率下的感知损失获得更好的结果。 

ᶇԍңᾎὊ ѕᴨ ײַ StyleGAN    为了支持我们

对学习到的分布的见解，我们在另外三个数据集上受过训练

的 StyleGAN 上 测 试 了 嵌 入 算 法 ： LSUN-Car （ 512 ×

384 ） ， LSUN-Cat （ 256 ×256 ） 和 LSUN-Bedroom

（ 256×256）数据集。嵌入结果如图 18 所示。与 FFHQ

数据集上训练的 StyleGAN 相比，嵌入质量较差。LSUN-

Cat，LSUN-Car 和 LSUN-Bedroom StyleGAN 的线性插

值（图像变换）结果分别显示在图 19（a），（b）和（c）

中。有趣的是，我们观察到在 LSUN-Cat 和 LSUN-Car 

StyleGAN 上线性插值失败。回顾 FFHQ 人脸数据集在比

例，对齐，颜色，姿势等方面都具有很高的质量，我们认为

低质量的 
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图 13：在 W + 空间中的其他嵌入结果。 左列：原始图像。 中间栏：具有随机潜在编码初始化的嵌入式图像。 右列：具有潜在编码初始化的

嵌入式图像。 
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(a) (b) (c) (d) (e) (f) (g) 
 

图 14：关于潜在空间选择合理性的其他结果。（a）原始图像。 将结果嵌入原始空间 W：（b）在网络层中使用随机权重； （c）用 w 初始

化； （d）随机初始化。将结果嵌入 W+ 空间：（e）在网络层中使用随机权重； （f）用 w 初始化； （g）具有随机初始化。 

 
 

LSUN 数据集是此类失败的根源。换句话说，数据分布的质

量是学习有意义的模型分布的关键要素之一。 

 

▄ᶇ Ἤַ₇ײặ ԍңײַ Ὼ  图 14 显示了我们

选择潜在空间 W+ 的正当性的其他结果（猫，狗，汽车）。

与主要论文类似，我们可以观察到：（i）直接嵌入 W 不会

产生合理的结果；（ii）学习到的网络权重对于良好的嵌入

非常重要。 

ᾴ֪ᾌψ  为了支持我们的观点，即只有面部图

像会在潜在空间中形成一个簇，我们计算了所有对测试图像

对的嵌入之间的 L2 距离（图 20）。可以观察到，这些面之

间的距离相对小于其他类别的距离，这证明它们在 W+ 空间

中彼此靠近并形成簇。对于其他类别的图像，尤其是绘画，

成对距离要高得多。这意味着它们散布在潜在的空间中。 

 
 

ὄ᷁֨ᾎ ἬַײᴿⱣ   图 22 验证了主要论文中使用

的损失函数的算法选择。可以看出，（i）在 VGG-16 网络

的多层匹配图像特征要比在单层匹配更好。（ii）以像素为

单位的 MSE 损失和感知损失的组合效果最好。 

ᵸᶱ Ẽᵟ  图ײַ 16 显示，以不同的噪声重新开始

嵌入会产生相似的结果。此外，在嵌入期间（在每个更新步

骤）对噪声进行重采样时，我们观察到质量明显较差。为

此，在所有实验中，我们在嵌入过程中都将噪声通道保持恒

定。 
 

8.  
 

图 15 显示了图像变换的其他结果。 图 23 显示了不同类

之间的样式转换结果的完整表。结果支持了我们的观点，即

通过使用底层人脸结构（在前两层中进行编码）并在其上绘

制强大的样式（被编码在 
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图 15：两个嵌入图像（最左边和最右边的图像）之间的附加变换结果。 
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图 16：使用不同的恒定噪声进行图像嵌入。 

 

 

后几层）。 图 25 显示了表达式转移的其他结果。我们还将在 

补充材料中包含一个随附的视频，以表明它可以与典型办公环 

境中的商用相机拍摄的嘈杂图像一起使用。视频中还显示了从 

嵌入图像到平均脸部图像的随机游走结果（分为“人脸”和“ 

汽车“两类）。 
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图 17：收集了我们数据集的 25 张图像。 第一排：人脸。 第二排：猫。 第三排：狗。 第四排：汽车。 第五行：绘画。 
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(a)  
 
 
 
 
 
 
 
 
 

 
(b)  
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(b)  

 
 
 
 
 

(c) 
 

图 18 ：在（a）LSUN-Car，（b ）LSUN-Cat 和（c）LSUN-

Bedroom 数据集上训练的 StyleGAN 的嵌入结果。对于每个子

图，第一行显示我们数据集中 5 个不同类别的图像的嵌入结果。 第

二行显示了相应类别图像在我们的数据集中的嵌入结果（（a）中

的“汽车”和（b）中的“猫”）。 请注意，（c）仅一行，因为我

们没有在数据集中收集卧室图像。 

 
 
 
 
 
 
 
 
 

 
(c) 

 

图 19：在（a）LSUN-Cat（b）LSUN-Car（c）LSUN-Bedroom

数据集上训练的 StyleGAN 的潜在空间中的线性插值（图像变换）

结果。 
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图 20：嵌入图像之间的类间和类内部 L2 距离的热图。 
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图 21：StyleGAN 固有的圆形伪像。 第一行：嵌入图像中的圆形伪像。 第二和第三行：随机生成的图像。 左列：带有圆形伪影的图像。 右

列：通过放大其附近区域突出显示的伪像。 
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图 22：损失函数的算法选择证明的其他结果。 每行分别显示测试数据集中五个不同类别的图像结果。从左到右，每一列显示：（1）原始图

像；（2）仅逐像素 MSE 损失； （3）仅在 VGG-16 conv3 _2 层上的感知损失； （4）逐像素 MSE 损耗和 VGG-16 conv3 _2；（5）仅感知

损失；（6）我们的损失函数。 
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图 23：样式转移结果的完整表。 最左列：嵌入的样式图像。 第一行：嵌入的内容图像。 
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(b) 
 

图 25：表达转移的其他结果。 在每个子图中，第一行显示了来自 IMPA -FACES3D [24]数据集的参考图像。在接下来的行中，每个示例中的

中间图像都是嵌入图像，其表达分别逐渐转移到参考表达式（在右侧）和相反方向（在左侧）。 
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