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单个 训练图像 来自单个图像的随机生成样本  

 
 
 
 
 
 
 
 
 
 
 
 
图 1：从单个训练图像中学到的图像生成。 我们提出 SinGAN —— 一种在单个自然图像上训练的新的无条件生成模型。我们的模型使用专用

的多尺度对抗训练方法来跨多个尺度学习图像的斑块（patch）统计信息；然后可以将其用于生成新的逼真的图像样本，该样本在创建新的对

象配置和结构的同时保留原始斑块分布。 
 
 

 

ar
X

iv
:1

9
0
5

.0
1
1

6
4
v
2

 

 
摘 要 

 
我们介绍 SinGAN，这是一种无条件的生成模型，可以从

单个自然图像中学习。我们的模型经过训练，可以捕获图像

内斑块的内部分布，然后能够生成高质量、多样的样本，并

承载与图像相同的视觉内容。SinGAN 包含一个完全卷积的

GAN 金字塔，每个 GAN 负责学习不同图像比例的斑块分布。 

这样就可以生成具有任意大小和纵横比的新样本，这些样本

具有显著的可变性，同时又可以保持训练图像的整体结构和

精细纹理。与之前的单图像 GAN 方法相比，我们的方法不

仅限于纹理图像，而且不是有条件的（即它从噪声中生成样

本）。用户研究证实，生成的样本通常被误认为真实图像。 

我们将说明 SinGAN 在各种图像处理任务中的实用性。 

 

1. 介绍 
 

生成对抗网络（GAN）[19]在建模可视数据的高维分布方

面取得了巨大飞跃。特别是，在针对特定类别的数据集（例

如，面孔[33]，卧室[47]）进行训练时，无条件 GAN 在生成

逼真的，高质量样本方面已取得了显著成功。但是，捕获具

有多个对象类的高度多样化的数据集的分布 

 
（例如 ImageNet [12]），仍然被认为是一项重大挑战，并

且通常需要根据另一个输入信号[6]调整生成或为特定任务

训练模型（例如超分辨率[30]，修复[41]，重新定位[45]）。 

在这里，我们将 GAN 的使用带入了一个新领域-从单个

自然图像中学到的无条件生成。具体而言，我们表明，单个

自然图像中斑块的内部统计信息通常具有足够的信息，可以

学习强大的生成模型。新的单图像生成模型 SinGAN 使我们

能够处理包含复杂结构和纹理的普通自然图像，而不必依赖

于存在来自同一类别的图像数据库。这是通过完全卷积的轻

型 GAN 金字塔实现的，每个 GAN 负责捕获不同规模的斑

块分布。经过训练后，SinGAN 可以生成各种质量的图像样

本（任意尺寸），其语义在外观上类似于训练图像，但包含

新的对象配置和结构（见底部 1，图 1）。 

长期以来，在许多计算机视觉任务中，对单个自然图像

中斑块内部分布进行建模已被认为是一项艰巨的任务[64]。

典型示例包括去噪[65]，去模糊[39]，超分辨率[18]，去雾

[2、15]和图像编辑[37、21、9、11、50]。在这种情况下，

与之最相关的工作是[48]，其中定义并优化了双向斑块相似

性度量，以确保操纵后的图像斑块与原图像的斑块相同。 
 
 

1 代码已开源在： https://github.com/tamarott/SinGAN 
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图 2：图像处理。 SinGAN 可用于各种图像处理任务，包括：将涂料（剪贴画）转换为逼真的照片，重新排列和编辑图像中的对象，

将新对象融合入图像，图像超分辨率以及从单个图像创建动画输入。在所有这些情况下，我们的模型仅观察训练图像（第一行），并

且对于所有应用程序都以相同的方式进行训练，而无需进行架构更改或进一步调整（请参见第 4 节）。 

 

受这些作品的激励，在这里我们展示了如何在简单的统一学

习框架内使用 SinGAN 来解决各种图像处理任务，包括从单

个图像进行图像绘制，编辑，协调，超分辨率和动画处理。 

在所有这些情况下，我们的模型都会产生高质量的结果，并

保留训练图像的内部斑块统计信息（请参见图 2 和我们的项

目网页）。使用相同的生成网络即可完成所有任务，而无需

任何其他信息或超出原始训练图像的进一步训练。 
 

1.1 相关工作 
 

单一图像深度模型  最近有几项工作提出将深度模型

“过度拟合”为单个训练示例[51、60、46、7、1]。 但是，

这些方法是为特定任务设计的（例如，超分辨率[46]，纹理

扩展[60]）。Shocher 等人 [44，45]是第一个为单个自然

图像引入基于 GAN 的内部模型，并在重定位的情况下对其

进行了说明。然而，它们的生成取决于输入图像（即将图像

映射到图像），并且不用于绘制随机样本。相反，我们的框

架纯粹是生成性的（即将噪声映射到图像），因此适合许多

不同的图像处理任务。仅在纹理生成的背景下研究了无条件

的单图像 GAN [3，27，31]。当在非纹理图像上训练时，

这些模型不会产生有意义的样本（图 3）。另一方面，我们

的方法不限于纹理，并且可以处理一般的自然图像（例如，

图 1）。 

  

 

图 3：SinGAN 与单图像纹理生成。用于生成纹理的单图像模型[3，

16]并非设计用于处理自然图像。我们的模型可以得出由复杂纹理

和非隐身全局结构组成的逼真的图像样本。 

 

图像处理的生成模型 在许多不同的图像处理任务中，

最近基于 GAN 的方法已经证明了对抗学习的力量[61、10、

62、8、53、56、42、53]。 示例包括交互式图像编辑[61、

10]，草图到图像生成 [8、43]和其他图像到图像翻译任务

[62、52、54]。 但是，所有这些方法都是在特定类别的数

据集上进行训练的，在这里，通常也要根据另一个输入信号

来限制生成。我们对捕获同一类图像之间的共同特征并不感

兴趣，而是 

www.gwylab.com
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图 4：SinGAN 的多尺度通道。我们的模型由 GAN 金字塔组成，其中训练和推理均以从粗到精的方式进行。在每个尺度上， 学会生成图

像样本，其中判别器 无法将所有重叠的块与下采样的训练图像 中的块区分开。随着我们上采样金字塔，有效斑块的大小会减小（在原

始图像上以黄色标记为说明）。 的输入是一个随机噪声图像 ，并且从前一个尺度 生成的图像被上采样到当前分辨率（除了最粗糙的

级别，它纯粹是生成的）。在 n 级的生成过程涉及所有生成器 和所有噪声映射  都达对应级别。在第 2 节上查看更多

详细信息。  
 …

  

 
图 5：单尺度生成。 在每个尺度 n 处，对前一个尺度 的图像

进行上采样并添加到输入噪声图 中。 结果被馈送到 5 个卷积层，

其输出是残差图像，该残差图像被加回到 。这是 的输出

。 
 

 

考虑不同的训练数据源–所有重叠的块都在单个自然图像的

多个尺度上。我们表明，可以从此数据中学习强大的生成模

型，并将其用于许多图像处理任务中。 

 

2. 方法 
 

我们的目标是学习一个无条件的生成模型，该模型捕获

单个训练图像 x 的内部统计数据。此任务在概念上与常规

GAN 设置相似，不同之处在于，此处的训练样本是单个图

像的斑块，而不是数据库中的整个图像样本。 

我们选择超纹理生成，并处理更一般的自然图像。这需

要以许多不同的比例来捕获复杂图像结构的统计信息。例如，

我们要捕获全局属性， 

  

例如图片中大型物体的排列和形状（例如顶部的天空，底部

的地面）以及精细的细节和纹理信息。为了实现这一点，我

们的生成框架如图 4 所示，由斑块 GAN（马尔可夫判别器）

[31，26]的层次结构组成，其中每个斑块 GAN 负责捕获斑

块分布的不同规模。GAN 的感受野小且容量有限，从而阻

止了它们记忆单个图像。虽然在常规 GAN 设置中已经探索

了类似的多尺度体系结构（例如[28、52、29、52、13、

24]），但我们还是第一个为从单个图像进行内部学习而探

索的体系结构。 

 

2.1. 多尺度架构 
 

我们的模型由金字塔生成器 组成。针对 x：

的图像金字塔训练，其中 是 x 的降采样后的

倍，其中 r>1。每个生成器 负责生成真实的图像样本，

即关于相应图像 中的斑块分布。这是通过对抗训练实现

的，在对抗训练中， 学会欺骗对应的判别器 ，该判别

器试图将生成的样本中的斑块与 中的斑块区分开。 

图像样本的生成从最粗糙的级别开始，并依次通过所有

生成器直到最精细的级别，并且在每个级别都注入了噪声。 

所有的生成器和判别器都具有相同的感受野，因此随着我们

的生成过程的进行，感受野的大小逐渐减小。在最粗糙的尺

度上，生成是纯粹生成的，即 将空间中的白高斯噪声

映射到图像样本 ， 

www.gwylab.com
https://arxiv.org/pdf/1905.01164.pdf


 

 

 

 

 

翻译：www.gwylab.com            原文来源：https://arxiv.org/pdf/1905.01164.pdf 

 

重建损失  我们要确保存在一组特定的输入噪声图，这

些 图 会 生 成 原 始 图 像 x 。 我 们 专 门 选 择

，其中 是一些固定的

噪声图（绘制一次并在训练期间保持固定）。当使用这些噪

声图时，以 表示在第 n 个尺度上生成的图像。然后对于

n <N， 

 

如图 5 所示，所有生成器都具有类似的体系结构。具体

而言，在将噪声 馈送到一系列卷积层之前，将其添加到

图像 。GAN 不会忽略噪声，就像在涉及随机的条

件方法中经常发生的那样[62，36，63]。卷积层的作用是生

成 （残差学习[22，57]）。 即 执行操作 
 

 

其中 是具有 5 个卷积块的完全卷积网络，形式为

Conv(3×3)-BatchNorm-LeakyReLU [25]。我们以每个块

最粗的尺度从 32 个卷积核开始，并将此数字每 4 个尺度增

加 2 倍。由于生成器是完全卷积的，因此我们可以在测试时

生成任意大小和纵横比的图像（通过更改噪声图的尺寸）。 
 

2.2. 训练 
 

从最粗到最细的顺序，我们依次训练我们的多尺度体系

结构。训练完每个 GAN 后，它就会保持固定。我们对第 n

个 GAN 的训练损失包括一个对抗损失和一个重建损失， 
 

 

对抗损失 对 中斑块分布与生成样本 中斑块分

布之间的距离进行惩罚。重建损失 确保存在可以产生

的特定噪声图集， 是图像处理的重要特征（第 4 节）。

接下来我们详细描述 和 。有关优化的详细信息，

请参见补充材料（SM）。 

 

对抗损失  每个生成器 都与一个马尔可夫判别器 耦

合，后者将其输入的每个重叠斑块分类为真实或假冒[31，

26]。我们使用 WGAN-GP 损失[20]，我们发现该损失可提

高训练稳定性，其中最终判别得分是斑块判别图上的平均值。

与用于纹理的单图像 GAN 相对（例如[31，27，3]），此

处我们定义了整个图像的损失，而不是随机作物（批大小为

1）的损失。这允许网络学习边界条件（请参阅 SM），这

是我们设置中的重要功能。 的架构与 中的网络 n 相同，

因此其斑块大小（网络的感受野）为 11×11。 

 

  

 并且对于 n = N，我们使用 。 

重建图像 在训练过程中还有另一个作用，即确定每

个尺度中噪声 的标准偏差 。 具体而言，我们将 与

和 之间的均方根误差（RMSE）成比例，这指

示了需要在该比例下添加的细节数量。 
 

3. 结果 
 

我们对跨越大范围场景的各种图像进行了定性和定量测

试，包括城市和自然风光以及艺术和纹理图像。我们使用的

图像来自伯克利细分数据库（BSD）[35]，场景[59]和网络。

我们始终将最粗略的最小尺寸设置为 25px，并选择比例数

N 其约束比例因子 r 尽可能接近 4/3。对于所有结果（除非

另有说明），我们将训练图像的大小调整为最大尺寸 250px。 

我们生成的随机图像样本的定性示例如图 1，图 6 所示，

SM 中还包含更多示例。对于每个示例，我们显示了许多随

机样本，这些样本的纵横比与原始图像相同，并且每个轴上

的维数有减小和扩展。可以看出，在所有这些情况下，生成

的样本都描述了对象的新的现实结构和配置，同时保留了训

练图像的视觉内容。我们的模型成功地预先存储了对象的全

局结构，例如山脉（图 1），气球或金字塔（图 6），以及

精细的纹理信息。由于网络的感受野有限（小于整个图像），

因此它可以生成训练图像中不存在的色块的新组合。此外，

我们观察到，在许多情况下，反射和阴影是可以实际合成的，

可以在图 6 和图 1（以及图 8 的第一个示例）中看到。请注

意，SinGAN 的体系结构与分辨率无关，因此可以在高分辨

率图像上使用，如图 7 所示（请参见 SM 中的 4M pix 结

果）。同样，在这里，从天空、云层和山脉的整体布局到雪

的精细纹理，都可以很好地生成各种尺度的结构。 

 

测试时尺度的影响 我们的多尺度体系结构允许通过选

择在测试时开始生成的尺度来控制样本之间的可变性。首先

从尺度 n 开始，我们修正了噪声图 

 

在此级别上，有效的感受野通常是图像高度的约 1/2，因

此 会生成图像的总体布局以及对象的全局结构。每个生成

器 都以较小的比例（n <N）添加了在之前尺度上未生成

的详细信息。 因此，除了空间噪声 之外，每个生成器

还考虑较粗的尺度，即， 

www.gwylab.com
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训练图像 来自单个图像的随机生成样本 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

图 6：随机图像样本。 在单幅图像上训练 SinGAN 之后，我们的模型可以生成描述新结构和对象配置的逼真的随机图像样本，同时保留训练

图像的斑块分布。因为我们的模型是完全卷积的，所以生成的图像可能具有任意大小和纵横比。请注意，我们的目标不是图像重新定向-我们

的图像样本是随机的，并且经过优化以维护斑块统计信息，而不是保留显著的对象。有关更多结果以及与图像重新定向方法的定性比较，请

参见 SM。 
 

 
图 7：高分辨率图像生成。由我们的模型产生的随机样本，在 243×1024 图像（右上角）上训练；现实地产生了新的全局结构以及细节。 请

参阅 SM 中的 4Mpix 示例。 

 

到这个尺度变成 ，并且仅对 使用

随机抽奖，效果如图 8 所示。可以看出，以最粗略的尺度

（n = N）开始生成会导致全局结构的较大变化。在某些带

有大型显著物体的情况下，例如斑马图像，这可能会导致不

切实际的采样。但是，从更精细的比例开始生成，可以使整

体结构保持完整，同时仅更改更精细的图像功能（例如斑马

的条纹）。 有关更多示例，请参见 SM。 

 

尺度在训练过程中的影响 图 9 显示了尺度较小时训练

的效果。 在较小尺度下，最粗糙水平的有效感受野是 

 

更小的，只允许捕获精细的纹理。随着尺度的增加，出现了

更大的支撑结构，并且更好地保留了全局对象的排列。 

 

3.1. 定量评估 
 

为了量化生成的图像的真实性以及它们捕获训练图像的

内部统计数据的程度，我们使用两个指标：（i）Amazon 

Mechanical Turk（AMT）“真实/伪造”用户研究，以及

（ii）一个新的图像的 Frechet´初始距离[23]。 

 

AMT 感知研究  我们遵循[26，58]的协议，并在 2 种

环境下进行了感知实验。 

www.gwylab.com
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图 8：从不同尺度生成（按推断）。我们展示了从给定级别 n 开始

分层生成的效果。对于我们的全尺度生成方法（n = N），最粗略

的输入是随机噪声。为了从更精细的尺度 n 生成图像，我们插入了

降采样后的原始图像， ，作为该比例的输入。这使我们可以控制

生成的结构的尺度，例如，我们可以保留斑马的形状和姿势，并仅

通过从 n = N - 1 开始生成来更改其条纹纹理。 

 

（i）配对（真实与虚假）：向工人展示了 50 个实验的

顺序，其中每个实验都将一个伪造的图像（由 SinGAN 生成）

与其真实的训练图像一起呈现 1 秒钟。工人被要求挑选假图。 

（ii）不成对（真实或伪造）：向工人展示一张图像 1 秒

钟，并询问其是否为伪造。总共以随机顺序向每个工人展示

了 50 张真实图像和 50 张假图像的不相交的集合。 

我们针对两种类型的生成过程重复了这两个协议：从最

粗糙的（Nth）尺度和 N-1 尺度开始生成（如图 8 所示）。

这样，我们在两个不同的可变性水平中评估了结果的真实性。

为了量化生成图像的多样性，对于每个训练示例，我们计算

了 100 张生成图像上每个像素的强度值的标准偏差（std），

将其平均化到所有像素上，并应用于训练图像以进行正则化。 

真实图像是从“场景”数据库[59]中随机选择的，这些数

据库来自以下子类别：山脉，丘陵，沙漠，天空。在这 4 个

测试中的每个测试中，我们有 50 个不同的参与者。在所有

测试中，前 10 个试验都是包含反馈的教程。结果记录在表

1 中。 

不出所料，在没有配对参考的不成对情况下，混淆率始

终较高。另外，很明显混乱率随着 

 

图 9：使用不同数量的量表进行训练的效果。SinGAN 体系结构中

的尺度数量极大地影响了结果。尺度较小的模型只能捕获纹理。随

着比例尺数量的增加，SinGAN 设法捕获更大的结构以及场景中对

象的全局布置。 
 

 
表 1：“真实/伪造”AMT 测试。我们报告了两个生成过程的混淆

率：从最粗的尺度 N（产生具有较大多样性的样本）开始，以及从

第二个最粗尺度 N-1（保留原始图像的全局结构）开始。在每种情

况下，我们都进行了配对研究（显示了成对真假图像）和未配对研

究（显示了或假或真的一张图像），通过 bootstrap 估计方差[14]。 

 

生成的图像的多样性而降低。但是，即使更改了大型结构，

我们生成的图像也很难与真实图像区分开（50％的分数意味

着真实与伪造之间的完美混淆）。完整的测试图像集包含在

SM 中。 

单个图像的 Frechet 初始距离  我们接下来将量化

SinGAN 捕获 x 的内部统计数据的能力。GAN 评估的常用

指标是 Frechet 初始距离（FID）[23]，该距离可测量生成

图像的深层特征的分布与真实图像的分布之间的偏差。但是，

在我们的环境中，我们只有一个真实的图像，并且对其内部

斑块统计非常感兴趣。因此，我们提出了 Single Image 

FID（SIFID）指标。而不是使用 Inception Network [49]

中最后一个汇聚层之后的激活向量（每个图像一个向量），

我们使用卷积层输出的深层特征的内部分布，即第二个汇聚

层之前（特征图中每个位置一个向量）。我们的 SIFID 是真

实图像和生成的样本中这些特征的统计量之间的 FID。 

如表 2 所示，平均 SIFID 在 
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图 10：超分辨率。 当在低分辨率图像上训练 SinGAN 时，我们能够超分辨率。这是通过反复对图像进行升采样并将其馈送到 SinGAN 最好

的尺度生成器来完成的。可以看出，SinGAN 的视觉质量优于 SOTA 内部方法 ZSSR [46]和 DIP [51]。它也比 EDSR [32]更好，并且与

SRGAN [30]相当，后者是针对大型收集数据集训练的外部方法（基于像素）。 括号中显示了相应的 PSNR 和 NIQE [40]。 
 

 

图 11：画图。 我们在目标图像上训练 SinGAN，并在测试时将下采样的涂料注入其中一个粗糙级别。我们生成的图像保留剪贴画的布局和一

般结构，同时生成逼真的纹理和与训练图像匹配的精细细节。众所周知的样式转换方法[17，38]无法完成此任务。 

 

 
表 2：单映像 FID（SIFID）。我们将 FID 算术调整为一张图像，并

报告 50 幅图像的平均得分，包括完整图像（第一行）和第二个最

粗糙的比例（第二行）。与 AMT 结果的相关性表明 SIFID 与人类

排名高度吻合。 

 

尺度为 N-1 的生成上比从尺度为 N 的生成上更低，这与用

户研究结果一致。我们还报告了 SIFID 分数与伪造图像的混

淆率之间的相关性。请注意，两者之间存在显著（反）相关

性，这意味着较小的 SIFID 通常是较大混淆率的良好指标。 

由于 SIFID 是成对的度量（它在成对 ， 上操作），因

此对于成对的测试相关性更强。 
 

4. 应用 
 

我们探索将 SinGAN 用于许多图像处理任务。为此，我

们在训练后使用我们的模型， 

 
 

而无需进行架构更改或进一步调整，并针对所有应用遵循相

同的方法。这个想法是利用 SinGAN 只能产生与训练图像具

有相同斑块分布的图像这一事实。因此，可以通过将图像

（可能是下采样版本）以 n <N 的某个比例注入到生成金字

塔中，并通过生成器进行馈送以使其斑块分布与训练图像的

斑块分布相匹配来进行操纵。不同的尺度采样会导致不同的

效果。我们考虑以下应用（有关更多结果和尺度采样效应，

请参见 SM）。 

 

超分辨率 将输入图像的分辨率提高 s 倍。我们在低分

辨率（LR）图像上训练模型，重建损失权重为α = 100，并

且金字塔比例因子对于某些 为 。由于小尺度

倾向于在自然尺度上重复出现场景[18]，在测试时，我们将

LR 图像上采样 r 倍，并将其（连同噪声）注入最后一个生

成器 。我们重复此 k 次以获得最终的高分辨率输出。示

例结果如图 10 所示。可以看出，我们重建的视觉质量超过

了最新的内部方法（基于语义）[51，46]以及旨在实现

PSNR 最大化的外部方法（基于像素）[ 32]。 
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表 3：超分辨率评估。 继[5]之后，我们报告了 BSD100 [35]的失真

（RMSE）和感知质量（NIQE [40]，越低越好）。可以看出，

SinGAN 的性能类似于 SRGAN [30]。 

 

有趣的是，尽管仅暴露于单个图像，但它可与外部训练的

SRGAN 方法[30]相比。继[4]之后，我们在失真（RMSE）

和感知质量（NIQE [40]）方面比较了 BSD100 数据集[35]

的表 3 中的这 5 种方法，这是两个基本矛盾的要求[5]。可 

以看出，SinGAN 的感知质量非常出色。它的 NIQE 分数仅

次于 SRGAN，其 RMSE 则稍好。 
 

绘画成图 将剪贴画转换为逼真的图像。这是通过对剪

贴画图像进行下采样并将其馈送到粗略尺度之一（例如 N-1

或 N-2）来完成的，从图 5 和 6 中可以看出。如图 2 和 11

所示，保留了绘画的整体结构，同时真实地生成了与原始图

像相匹配的纹理和高频信息。就视觉质量而言，我们的方法

优于样式转换方法[38，17]（图 11）。 
 

协调 现实地将粘贴的对象与背景图像融合在一起。我

们在背景图像上训练 SinGAN，并在测试时注入直接粘贴的

合成文件的下采样版本。在这里，我们将生成的图像与原始

背景结合在一起。从图 2 和图 13 可以看出，我们的模型对

粘贴对象的纹理进行了裁剪以使其与背景相匹配，并且通常

比[34]更好地保留其结构。尺度 2,3,4 通常会在保持对象的

结构与传递背景纹理之间取得良好的平衡。 
 

编辑 产生无缝合成，其中图像区域已被复制并粘贴到

其他位置。同样，在这里，我们将组合的下采样版本注入到

一个粗尺度中。然后，我们将 SinGAN 在编辑区域的输出与

原始图像结合在一起。如图 2 和图 12 所示，SinGAN 可以

重 新 生 成 精 细 的 纹 理 并 无 缝 缝 合 粘 贴 的 零 件 ， 比

Photoshop 的 Content-Aware-Move 产生更好的结果。 
 

单图像动画 从单个输入图像创建具有逼真的对象运动

的简短视频剪辑。自然图像经常包含重复，这些重复会在同

一动态物体上及时显示出不同的“快照” [55]（例如，一群

鸟的图像揭示了一只鸟的所有机翼姿势）。使用 SinGAN，

我们可以沿着对象在图像中所有外观的整体运动，从而从单

个图像中合成运动。我们发现，对于许多类型的图像，可以

通过在 z 空间中随机行走来实现逼真的效果，从所有生成比

例的第一 

 
(a) Training Example (b) Edited Input  

 
 
 
 
 
 

 

(c) Content Aware Move (d) SinGAN (Ours)  
 
 
 
 
 
 

 

图 12：编辑。 我们从原始图像（a）复制并粘贴一些斑块，然后将

编辑图像的下采样版本（b）输入到模型的中间级别（在（a）上进

行了预训练）。在生成的图像（d）中，这些局部编辑被转换为连

贯且逼真的结构。（c）与 Photoshop 内容感知动作比较。 
 
 

 

图 13：协调。 我们的模型能够保留粘贴对象的结构，同时调整其

外观和纹理。专用的协调方法[34]将对象与背景过度融合。 

 

帧 的 开 始 。 结 果 可 访 问 在 ： 

https://youtu.be/xk8bWLZk4DU。 

 

5. 结论 
 

我们介绍了 SinGAN，这是一种新的无条件生成方法，

可以从单个自然图像中学习。我们证明了它具有超越纹理的

能力，并能生成自然逼真的图像的各种逼真的样本。与外部

训练的生成方法相比，内部学习在语义多样性方面固有地受

到限制。例如，如果训练图像只包含一条狗，则我们的模型

将不会生成不同犬种的样本。不过，正如我们的实验所证明

的，SinGAN 可以为各种图像处理任务提供非常强大的工具。 
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