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DeblurGAN：使用条件对抗网络的基于不知模糊核的运动去模糊 
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摘  要 

 我们提出 DeblurGAN，一种用于运动去模糊的端到端学

习方法，这种方法基于条件 GAN 和内容损失。 DeblurGAN

在结构相似性度量和视觉外观方面实现了最先进的性能。这

种去模糊模型的质量也以一种新颖的方式评估现实世界的问

题 - 对（去）模糊图像的物体检测。 该方法比最接近的竞争

对手 - Deep-Deblur [25]快 5 倍。 我们还介绍了一种新方

法，用于生成锐利的合成运动模糊图像，从而实现真实的数

据集增强。 

有关模型，代码和数据集，请访问： 

https://github.com/KupynOrest/DeblurGAN 

 

1. 介绍 
 

 这项工作是对单个照片的随机运动进行去模糊。最近

通过应用生成对抗网络（GAN）在图像超分辨率[20]和绘画

[45]的相关领域取得了重大进展[10]。 GAN 以能够保留图

像中的纹理细节，创建接近真实图像流形的解决方案并且在

感知上具有说服力而闻名。受近期图像超分辨率[20]和生成

对抗性网络图像到图像翻译 [16]的启发，我们将去模糊视为

这种图像到图像翻译的特例。我们介绍 DeblurGAN - 一种

基于条件生成对抗网络[24]和多组件损失函数的方法。与以

前的工作不同，我们使用 Wasserstein GAN [2]，梯度罚分

[11]和感知损失[17]。这推动了在感知上难以与真实清晰图

像区分的解决方案的产生，并且与使用传统 MSE 或 MAE

作 为 优 化 目 标 相 比 ， 这 能 够 恢 复 更 精 细 的 纹 理 细 节 。

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

图 1：DeblurGAN 有助于对象检测。 YOLO [30]检测模糊图像（顶

部），DeblurGAN 重新存储（中间）和来自 GoPro [25]数据集的锐

利完全真实图像。 
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图 2：DeblurGAN 处理的 GoPro 图像[25]。 模糊 - 左，DeblurGAN - 中心，锐利真实图像 - 右。

 

我们做了三个贡献。 首先，我们提出了一种损失和架

构，它可以获得最先进的动态去模糊结果，同时比最快的竞

争对手快 5 倍。 其次，我们提出了一种基于随机轨迹的方

法，用于从一组锐利的图像中以自动方式生成运动去模糊训

练的数据集。 我们表明，与仅对真实世界图像进行训练相

比，将其与用于运动去模糊学习的现有数据集相结合可以改

善结果。 最后，我们提出了一种新的数据集和方法，用于

评估去模糊算法，基于它们如何改善对象检测结果。 

 

2. 相关工作 
 

2.1. 图像去模糊 
 

非均匀模糊模型的通用公式如下: 

IB = k(M) *IS + N; (1) 

其中 IB 是模糊图像，k（M）是由运动场 M 确定的未

知模糊核.IS 是清晰的潜像，表示卷积，N 是加性噪声。 

去模糊问题分为两种类型：盲目和非盲目去模糊。早期

的 工 作 [37] 主 要 集 中 在 非 盲 目 去 模 糊 ， 假 设 这 样 做

 

模糊核 k（M）是已知的。大多数依赖于经典的 Lucy-

Richardson 算法，Wiener 或 Tikhonov 滤波器来执行反卷

积运算并获得 IS 估计。通常模糊函数是未知的，并且盲去

模糊算法估计潜在的清晰图像 IS 和模糊核 k（M）。为每个

像素找到模糊函数是一个不适定的问题，并且大多数现有的

算法都依赖于启发式，图像统计和模糊源的假设。这些方法

系列通过考虑模糊在整个图像上的模糊来解决由相机抖动引

起的模糊。首先，根据诱导模糊核估计相机运动，然后通过

执行反卷积操作来反转效果。从 Fergus 等人的成功开始

[8]，过去十年来已经开发了许多方法[44] [42] [28] [3]。一

些方法基于迭代方法[8] [44]，它通过使用参数先验模型改

进了每次迭代的运动内核和清晰图像的估计。然而，运行时

间以及停止标准对于那些类型的算法来说是一个重要问题。

其他人使用模糊函数的局部线性假设和简单的启发式来快速

估计未知内核。这些方法速度很快，但在一小部分图像上运

行良好。 

最 近 ， Whyte 等 人  [40] 开 发 了 一 种 新 颖 的 算 法 ，
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图 3：DeblurGAN 生成器架构。 DeblurGAN 包含两个跨步卷积块，其中有步幅 12,9 个残差块[13]和两个转置卷积块。 每个 ResBlock 由卷积

层，实例规范化层和 ReLU 激活组成。 

 

对于基于曝光期间相机的旋转速度的模糊处理的参数化

几何模型的非均匀盲目去模糊。同时 Gupta 等人 [12]假设

模糊仅由 3D 相机移动引起。随着深度学习的成功，在过去

几年中，出现了一些基于卷积神经网络（CNN）的方法。

孙等人 [36]使用 CNN 估计模糊核，Chakrabarti [6]预测运

动核的复傅立叶系数在傅立叶空间中执行非盲去模糊，而

Gong [9]使用完全卷积网络移动运动流估计。所有这些方法

都使用 CNN 来估计未知模糊函数。最近，Noorozi [27]和

Nah [25]采用无内核的端到端方法，使用多尺度 CNN 直接

去除图像。 Ramakrishnan 等人 [29]使用 pix2pix 框架[16]

和密集连接的卷积网络[15]的组合来执行盲目无核图像去模

糊。这些方法能够处理模糊的不同来源 

 

 

2.2. 生成对抗网络 
 

Goodfellow 等人介绍了生成对抗网络的概念[10]，是在

两个竞争网络之间定义一个游戏：鉴别器和发生器。 发生

器接收噪声作为输入并生成样本。 鉴别器接收真实和生成

的样本，并试图区分它们。 生成器的目标是通过生成无法

与真实样本区分开的令人信服的样本来欺骗鉴别器。 生成

器 G 和鉴别器 D 之间的游戏是最小极大目标： 

 

其中 Pr 是数据分布，Pg 是模型分布，由 x~ = G（z）

定义; z v P（z），输入 z 是来自简单噪声分布的样本。 

GAN 以其生成具有良好感知质量的样品的能力而闻名，然

而，Vanilla 版的训练受到影响, 

 

如[33]中所述，诸如模式崩溃，消失的梯度等许多问题。 最

小化 GAN 中的值函数等于最小化 x 上的数据和模型分布之

间的 Jensen-Shannon 差异。 Arjovsky 等[2]讨论了由 JS

散度近似引起的 GAN 训练中的困难，并提出使用 Earth-

Mover（也称为 Wasserstein-1）距离 W（q; p）,WGAN

的价值函数是使用 Kantorovich-Rubinstein 二元性[39]构

造的： 

 
其中 D 是 1-Lipschitz 函数的集合而 Pg 又是模型分布

这里的想法是批评值近似为 KW（Pr; Pθ），其中 K 是

Lipschitz 常数，W（Pr; Pθ）是 Wasserstein 距离。 在这

种设置中，鉴别器网络被称为批评者，它近似于样本之间的

距离。 在 WGAN Arjovsky 等人中强制执行 Lips-chitz 约

束。 添加权重剪辑到[-c;c]。 Gulrajani 等[11]建议添加一

个梯度惩罚术语： 

 

值函数作为强制 Lipschitz 约束的替代方法。 这种方法

对于发电机架构的选择是稳健的，并且几乎不需要超级调

整。 这对于图像去模糊是至关重要的，因为它可以使用新

颖的轻量级神经网络架构，而不是标准的 Deep ResNet 架

构，之前用于图像去模糊[25]。 

 

2.3.条件对抗网络 

生成性对抗网络已应用于不同的图像到图像转换问题，例如

超分辨率[20]，样式转换[22]，产品照片生成[5]等。 Isola[16]提

供了这些方法的详细概述，并提出了条件 GAN 架构，也称为

pix2pix。 与 VanillaGAN 不同， 
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cGAN 学习从观察图像 x 和随机噪声向量 z 到 y：G：x，z-

y 的映射。 Isola 等还对判别器设置了一个条件，并使用

U-net 架构[31]进行生成器和马尔可夫判别器，它允许在许

多任务上获得感知上优越的结果，包括从标签图合成照片，

从边缘图重建对象，以及着色年龄。 

 

3. 本文算法 

目标是在仅给出模糊图像 IB 作为输入的情况下恢复清晰

图像 IS，因此不提供关于模糊内核的信息。 剥离由经过训

练的 CNN GθG 完成，我们将其称为生成器。 对于每个 IB，

它估计相应的 IS 图像。 此外，在训练阶段，我们引入批评

网络 DθD 并以对抗方式训练两个网络。 

3.1. 损失函数 

我们将损失函数表示为内容损失和对抗损失之和： 

 

λ在所有实验中等于 100。 与 Isola 等人 [16]不同，我

们不对鉴别器进行条件限制，因为我们不需要惩罚输入和输

出之间的不匹配。 对抗性损失大多数与条件性 GAN 相关的

论文使用 VanillaGAN 目标作为损失[20] [25]函数。 最近

[47]提供了一种使用最小方形 GAN [23]的替代方法，它更

稳定并产生更高质量的结果。 我们使用 WGAN-GP [11]作

为判别函数，它被证明对生成器架构的选择是稳健的[2]。 

我们使用不同架构的预先实验证实了这些结果，我们能够使

用比 ResNet152 轻得多的架构[25]，请参阅下一小节。 损

失计算如下： 

 

在没有 GAN 组件的情况下训练的 DeblurGAN 会聚，但会

产生平滑且模糊的图像。 

内容损失，内容损失函数的两个经典选择是 L1 或 MAE

丢失，原始像素上的 L2 或 MSE 损失。 由于像素空间中可

能的解决方案的像素平均值，使用这些函数作为唯一的优化

目标导致生成的图像上的模糊伪像[20]。 相反，我们采用了

最近提出的感知损失[17]。 感知损失是一种简单的 L2 丢

失，但是基于生成的和目标图像 CNN 特征图的差异。 它定

义如下： 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

图 4：DeblurGAN 培训。 生成器网络将模糊图像作为输入并产生

清晰图像的估计。 判别器网络采用恢复和清晰的图像并输出它们之

间的距离。 总损失包括判别器的 WGAN 损失和人均损失[17]。 感

知损失是锐利和恢复图像的 VGG-19 [34] conv3.3 特征图之间的差

异。 在测试时，只保留生成器。 

 

 

其中 i; j 是在 VGG19 网络中第 i 个最大化层之前的第 j

个转换（激活之后）获得的特征映射，在 ImageNet [7]上

预训练，Wi; j 和 Hi; j 是维度功能图。 在我们的工作中，我

们使用来自 VGG3; 3 卷积层的激活。 更深层次的激活代表

了更高抽象的特征[46] [20]。 感知损失侧重于恢复一般内

容[16] [20] ， 
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图 5：生成的相机运动轨迹和模糊内核以及相应的模糊图像的示例。 

 

而对抗性损失则侧重于恢复纹理细节。 在没有感知损失

或像素上使用简单 MSE 训练的 Deblur-GAN 不会收敛到有

意义的状态。 

额外的正规化。我们还试图添加电视正规化和训练的模

型，产生更差的性能 - 在 GoPro 数据集上 27.9 对 28.7w / o 

PSNR。 

 

3.2. 网络架构 

生成器 CNN 架构如图 3 所示。它类似于 Johnson 等人

提出的结构[17]用于风格转移任务。它包含两个带有步幅

1/2 的跨步卷积块，九个残余块[13]（ResBlocks）和两个转

置卷积块。每个 ResBlock 由卷积层，实例标准化层[38]和

ReLU [26]激活层组成。在每个 ResBlock 中的第一个卷积层

之后添加概率为 0.5 的丢失[35]正则化。另外，附含有被称

为 ResOut 的全局跳过连接。 CNN 学习模糊图像 IB 的残差

校正 IR，因此 IS = IB + IR。我们发现这样的公式使得训练

更快，并且使得模型更好地收敛。在训练阶段，我们定义了

一个判别器网络 D，它是 Wasserstein GAN [2]，带有梯度

惩罚 [11]，我们称之为 WGAN-GP。判别网络的架构与

PatchGAN 相同[16,22]。除了最后一层之外的所有卷积层后

面都是 InstanceNorm 层，LeakyReLU [41]的参数α=0.2。 

 

4. 运动模糊生成 

没有简单的方法来获得用于训练的相应锐利和模糊图像

的图像对。获得用于训练的图像对的典型方法是使用高帧率

相机来使用来自视频的平均锐利帧来模拟模糊[27] ，25]。 

它允许创建逼真的模糊图像，但仅将图像空间限制为拍摄视

频中存在的场景，并使得缩放数据集变得复杂。 孙等人[36]

通过将清晰的自然图像与 73 种可能的线性运动核中的一种

进行卷积来创建合成模糊的图像，Xu 等[43]也使用线性运

动内核来创建合成模糊的图像。 

 
 
 
 
 

图 6：顶行:由 Fergus 等人估计的来自真实世界图像的模糊核[8]。 

底行:通过我们的方法合成生成的内核。 我们的随机方法可以模拟

具有不同非线性水平的各种逼真模糊核。 

 

Chakrabarti [6]通过对 6 个随机点进行采样并将样条拟

合到它们来创建模糊核。 我们更进一步提出了一种方法，

它可以模拟更真实和复杂的模糊内核。 我们遵循 Borac-chi

和 Foi [4]描述的随机轨迹生成的想法。 然后通过将子像素

插值应用于轨迹矢量来生成核。 每个轨迹矢量是复值矢

量，其对应于在连续域中的 2D 随机运动之后的对象的离散

位置。 轨迹生成是通过马尔可夫过程完成的，总结在算法 1

中。轨迹的下一个点的位置是基于先前的点速度和位置，高

斯扰动，脉冲扰动和确定性惯性分量随机生成的。 

 

5. 训练细节 
 

我们使用 PyTorch [1]深度学习框架实现了所有模型。 

训练是在单个 Maxwell GTX Titan-X GPU 上使用三个进

行的 
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图 7：GoPro 测试数据集的结果。 从左到右：照片模糊，Nah 等 [25]，DeblurGAN。 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

图 8：Kohler 数据集的结果。 从左到右：照片模糊，Nah 等 [25]，DeblurGAN。

 

不同的数据集。 我们称之为 DeblurGANWILD 的第一个模

型是根据 1000 个 GoPro 训练数据集中的 256x256 大小的

随机作物进行训练的 

 

图像[25]缩小了两倍。 第二个 DeblurGANSynth 接受了来

自 MS COCO 数据集的 256x256 补丁的培训，该数据集通

过以前的方法呈现 
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部分。 我们还对合成模糊图像和野外拍摄的图像进行了

DeblurGANComb 的组合训练，其中合成生成的图像与高帧

率相机拍摄的图像的比例为 2：1。 由于模型是完全卷积的

并且在图像块上训练，因此它们可以应用于任意大小的图

像。 为了优化，我们遵循[2]的方法并在 D 上执行 5 个梯度

下降步骤，然后在 G 上执行一步，使用 Adam [18]作为求解

器。 对于生成器和判别器来说，学习率最初设定为 10 4。 

在前 150 个时期之后，我们在接下来的 150 个时期内将速

率线性衰减为零。 在推理时，我们遵循[16]的思想，并应用

Dropout 和 Instance Normalization。 所有模型都经过批量

大小= 1 的训练，这表明在验证方面效果更好。 训练阶段用

于训练一个 DeblurGAN 网络需要 6 天。 

 

6. 实验评估 
 

6.1. GoPro 数据集 

GoPro 数据集[25]包含 2103 对 720p 质量的模糊和清

晰图像，取自各种场景。 我们将模型的结果与最先进的模

型[36]，[25]在标准指标上进行比较，并且还显示了 

表 1：峰值信噪比和结构相似性度量，是 1111 张图像的 GoPro 测

试数据集的平均值。 所有模型都在线性图像子集上进行测试。 Nah

等人的最新结果 [25]在 gamma 子集上获得。 

 
 

每个算法在单个 GPU 上的运行时间。 结果见表 1。 

DeblurGAN 在结构化自相似性方面表现出优异的结果，接

近于峰值信噪比的最新技术水平，并通过目视检查提供更好

的结果。 与其他神经模型相比，我们的网络在像素空间中

不使用 L2 距离，因此不直接针对 PSNR 度量进行优化。 它

可以处理由相机抖动和物体移动引起的模糊，在内核估计方

法中不会受到常见伪影的影响，同时与多尺度 CNN 相比，

参数减少了 6 倍以上，从而大大加快了推理速度。 图 7 显

示了 GoPro 数据集上的测试图像。 

 

6.2. Kohler 数据集 

Kohler 数据集[19]由 4 个图像组成，每个图像用 12 个

不同的内核模糊。 这是用于评估盲目去模糊算法的标准基

准数据集。  通过记录和分析真实的相机运动来生成数据

集，该实际相机运动在机器人平台上回放，使得记录一系列

清晰图像以对 6D 相机运动轨迹进行采样。 结果在表 2 中，

类似于 GoPro 评估。 

 

6.3. YOLO 上的对象检测基准 

物体检测是计算机视觉中研究最充分的问题之一，应用于从

自动驾驶到安全的不同信号。 在过去几年中，基于深度卷积神

经网络的方法与传统方法相比显示出最先进的性能。 然而，这

些网络是在有限的数据集上进行训练的，在实际环境中，图像

会因不同的伪影而降级，包括运动模糊。与[21]和[32]相似，我

们研究了运动模糊对物体检测的影响并提出了建议。 一种在预

训练的 YOLO [30]网络上基于目标检测结果评估去模糊算法质

量的新方法。 

为此，我们通过使用高帧率框架模拟相机抖动来构建一个锐

利和模糊街景的数据集 ， 
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表 2：峰值信噪比和结构相似性度量，是 Kohler 数据集的平均值。 徐等人 [44]和怀特等人 [40]是非 CNN 盲目去模糊方法，而 Sun 等人 [36]

和 Nah 等人 [25]使用 CNN。 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

(a) Blurred photo (b) Nah et al. [25] (c) DeblurGAN (d) Sharp photo 

图 9：去模糊前后的 YOLO 物体检测

 

 

在[14] [25] [27]之后，我们采用 240fps 摄像机拍摄的 5 到

25 帧之间的随机数，并计算中间帧的模糊版本作为这些帧

的平均值。所有帧都用= 2：2 进行 gamma 校正，然后采

用反函数来获得最终的模糊帧。总体而言，该数据集由 410

对模糊和清晰的图像组成，这些图像取自街道和停车位，具

有不同数量和类型的汽车。 

模糊源包括相机抖动和汽车运动引起的模糊。数据集和

补充代码可在线获取。然后将清晰的图像输入 YOLO 网

络，并将视觉验证后的结果指定为基础事实。然后 YOLO

在模糊和恢复的图像版本上运行，并且计算获得的结果和地

面实况之间的平均召回和精确度。与标准 PSNR 度量相

比，该方法对应于实际问题的去模糊模型的质量，并与所生

成图像的视觉质量和清晰度相关联。通常，模糊图像的精度

较高，因为没有锐利的物体边界，并且没有检测到较小的物

体，如图 9 所示。 

结果显示在表 3 中。在召回和 F1 得分方面 DeblurGAN

明显优于竞争对手。 

 

7. 结论 
 

我们描述了一种无内核盲目运动去模糊学习方法，并介

绍了 DeblurGAN，它是一种使用多分量损失函数优化的条

件性对抗网络。 除此之外，我们 

 
 

表 3：使用 DeblurGAN 和 Nah 等人对模糊和恢复的照片进行

YOLO [30]物体检测的结果 [25]算法。 相应清晰图像的结果被认为

是基本事实。 DeblurGAN 的召回率和 F1 得分高于竞争对手。 

 

 

实现了一种新方法，用于创建逼真的合成运动模糊，能够模

拟不同的模糊源。 我们根据物体检测结果引入了一个新的

基准和评估协议，并表明 DeblurGAN 显着有助于检测模糊

图像。 
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