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  摘 要 

 

神经架构搜索（NAS）见证了图像分类和（最近）分割

任务的成功。在本文中，我们提出了第一个关于将 NAS 算

法引入生成对抗网络（GAN）的初步研究，称为 AutoGAN。 

NAS 和 GAN 的结合面临着独特的挑战。我们为生成器架构

变量定义搜索空间，并使用 RNN 控制器指导搜索，通过参

数共享和动态重置来加速搜索过程。采用初始分数作为奖励，

并引入多级搜索策略以渐进方式执行 NAS。实验验证了

AutoGAN 在无条件图像生成任务上的有效性。具体而言，

与目前最先进的手工制作的 GAN 相比，我们方法发现的架

构实现了极具竞争力的性能，例如，分别在 CIFAR-10 上达

到了 12.42 的最新 FID 分数和在 STL-10 上达到了 31.01 分。

最后，我们还讨论了当前局限和 AutoGAN 的未来潜力。该

代码可通过  https://github.com/TAMU-VITA/AutoGAN

获得。 

 

1. 介绍 

 

生成对抗网络（GAN）自其起源以来一直在发展[11]。

他们最引人注目的成功之一在于用各种卷积结构生成逼真的

自然图像[47,5,61,26,13,67]。为了提高生成图像的质量，

已经作出了许多尝试，包括修改判别损失函数[3,68]，强制

执行正则化项[6,13,42,5]，引入注意力机制[61,64]，并采用

渐进式训练[26]。 

然而，GAN 的骨干架构设计受到的关注相对较少，并且

往往被认为是影响 GAN 性能的一个不太重要的因素[39,32]。

大多数早期的 GAN 主要使用相对较浅的生成器和判别器架

构 

 

 

大多由于 GAN 训练中臭名昭著的不稳定性。最近，一些最

先进的 GAN [13,42,64,5]采用了深度残差网络骨干生成器，

以便更好地生成高分辨率图像。在大多数其他计算机视觉任

务中，很多进展都来自网络架构的改进设计，例如图像分类

[15,16,52,51,35]，分割[8,9,49]和姿势估计[43]。因此，我

们提倡增强骨干网络设计对于进一步改善 GAN 也很重要。 

近年来，人们对自动设计复杂的神经网络架构产生了浓

厚的兴趣。神经架构搜索（NAS）已经成功地开发并评估了

图像分类的任务[71,46]，最近还进行了图像分割[7,36]，并

且发现的架构优于人工设计的模型。然而，天真地将现有的

NAS 想法从图像分类/分割移植到 GAN 是不可能的。首先，

即使是手工设计的架构，GAN 的训练也是出了名的不稳定，

容易崩溃[50]。 融合 NAS 进入训练过程无疑会增加难度。

作为另一个重要挑战，虽然验证准确性为图像分类中的

NAS 提供了奖励的一种自然选择，但其实选择用于评估和

指导 GAN 搜索过程的良好度量标准并不那么简单。 

本文介绍了一种专为 GAN 量身定制的架构搜索方案，称

为 AutoGAN。据我们所知，AutoGAN 描述了首次将 NAS

与 GAN 结合使用的尝试，并且属于首次尝试将 NAS 扩展

到图像分类之外。我们的技术创新总结如下： 
 

· 我们定义搜索空间以捕获 GAN 架构变化。 最重要的

是，我们使用 RNN 控制器[71]来指导架构搜索。基于

[46]中的参数共享策略，我们在搜索过程中进一步引入

了参数动态重置策略，以提高训练速度。 
 

· 我们使用 Inception score（IS）[50]作为奖励，在

基于强化学习的 AutoGAN 优化中。发现的模型也展

示出 
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其他 GAN 指标下的有说服力表现，例如 Frechet 初始

距离（FID）[50]。 
 

·  我 们 进 一 步 向 AutoGAN 引 入 了 多 级 架 构 搜 索

（MLAS），这是由渐进式 GAN 训练[26]推动的。 

MLAS 使用波束搜索以自下而上的顺序方式在多个阶

段执行搜索[37]。 
 

 

我们进行了各种实验来验证 AutoGAN 的有效性。 我

们发现的架构产生了非常有前景的结果，这些结果比目前手

工设计的 GAN 更好或更有可比性。 在 CIFAR-10 数据集上，

AutoGAN 获得的初始分数为 8.55，FID 分数为 12.42。 此

外，我们还表明 CIFAR-10 上的发现架构甚至在 STL-10 图

像生成任务上具有竞争力，其中 9.16 的初始得分和 31.01 

FID 得分，展示了强大的可迁移性。在这两个数据集上，

AutoGAN 建立了新的最先进的 FID 分数。 我们的许多实验

发现都与之前的 GAN 制作经验相吻合，并阐明了对 GAN

生成器设计的新见解。 
 

2. 相关工作 
 

2.1. 神经架构搜索 
 

神经架构搜索（NAS）算法旨在找到最佳的神经网络架

构，而不是使用手工制作的特定模型。之前关于 NAS 的工

作在图像分类任务上取得了巨大成功[30]。最近的工作进一

步将 NAS 算法扩展到密集和结构化的预测[7,36]。值得一

提的是，NAS 也适用于 CNN 的压缩和加速[17]。但是，目

前没有为生成模型开发任何 NAS 算法。 

NAS 算法由三个关键组件组成：搜索空间，优化算法和

代理任务。对于搜索空间，通常有两个类别：直接搜索整个

架构（宏搜索），或搜索单元并以预定义的方式堆叠它们

（微搜索）。对于优化算法，流行的选项包括强化学习

[4,71,69,72]，进化算法[60]，贝叶斯优化[24]，随机搜索[7]

和基于梯度的优化方法[38,1]。对于代理任务，它被设计用

于在训练期间有效地评估发现的架构的性能。例子包括早期

停止[7,72]，使用低分辨率图像[57,10,29]，使用替代模型

进行性能预测[37]，采用小骨干[7]或利用共享参数[46]等。 

大多数 NAS 算法[71,46]通过一次通过控制器的生成网络

架构（宏搜索）或单元（微搜索）。最近的一项工作[37]使

用波束搜索在图像分类任务中引入了 NAS 的多级搜索。架

构搜索将从较小单元开始 

 

并且保留了顶级表现的候选架构。对于更大的单元，下一轮

搜索将继续基于它们。 
 

2.2. 生成对抗网络 
 

GAN 有一个生成器网络和一个判别器网络，可以互相玩

最小-最大双人游戏。它在许多生成和合成任务中取得了巨

大的成功，例如文本到图像的翻译[66,65,61,48]，图像到图

像的翻译[22,70,63]和图像增强[33,31,23]。 然而，GAN 的

训练经常被发现非常不稳定[50]，并且通常遭受非收敛、模

式崩溃和对超参数的敏感等问题。许多努力都致力于缓解这

些问题，例如 Wasserstein 损失[3]，谱归一化[42]，渐进

式训练[26]和自注意力层[64]，仅举几例。 
 

3. 技术方法 
 

GAN 由两个竞争网络组成：生成器和判别器。众所周知，

两个架构必须在学习能力方面进行微妙的平衡。因此，要构

建 AutoGAN，第一个问题是：如何在 GAN（生成器和判

别器，下文表示为 G 和 D）中一起构建两个网络？一方面，

如果我们使用预先固定的 D（或 G）并仅搜索 G（或 D），

则很容易引起 D 或 G [18,2]之间的不平衡（特别是在 NAS

的早期阶段），导致更新缓慢或碎片式的学习。另一方面，

尽管可能联合搜索 G 和 D，但经验及实验观察到这种双向

NAS 将进一步恶化原始的 GAN 训练的不稳定性，导致高度

振荡的训练曲线并且通常会无法收敛。作为权衡，我们建议

使用 NAS 仅搜索 G 的体系结构，同时通过遵循给定的例程

来堆叠预定义的块来使 D 变得更深。增长 D 的细节将在补

充中更详细解释。 

基于此，AutoGAN 遵循[71]的基本思想，使用循环神经

网络（RNN）控制器从其搜索空间中选择块，以构建 G 网

络。基本方案如图 1 所示。我们进行多重创新，以解决训练

GAN 的具体任务所带来的独特挑战。接下来我们从三个关

键方面介绍 AutoGAN：搜索空间，代理任务和优化算法。 
 
3.1. 搜索空间 
 

AutoGAN 基于多级架构搜索策略，其中生成器由多个

单元组成。这里我们使用(s+5)元素元组

来对第 s 个单元格进行分类， 
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其中 s 是从 0 开始的单元格索引（第 0 个单元格没有

连接）： 

· 是二进制值，指示当前第 s 个单元是否从第（i-

1）个单元获取跳跃连接作为其输入， 。 请

注意，每个单元可以从其他前面的单元格中获取多个跳

跃连接。 
 

· C 是基本卷积块类型，包括预激活[16]和激活后卷积

块。 
 

· N 代表该块的标准化类型，包括三个选项：批量标准

化[21]，实例标准化[55]，无标准化。 
 

· U 代表上采样操作，其在当前图像生成 GAN 中是标

准的，包括双线性上采样，最近邻上采样和步幅-2 反

卷积。 
 

· SC 是指示单元内快捷方式的二进制值。 

 

图 2 说明了 AutoGAN 生成器搜索空间。 上采样操作

U 还将确定跳入特征映射的上采样方法。 

 

 
图 2：AutoGAN 中生成器单元的搜索空间。 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

3.2 代理任务 

 

初始得分（IS）[50]和 FID 得分[18]是 GAN 的两个主

要评估指标。由于 FID 得分的计算时间要长得多，我们选择

每个派生子模型的 IS 作为通过强化学习更新控制器的奖励。 

参数共享[40,73]显示了有效提高 NAS 的效率[46]。基

于[46]中的参数共享，我们进一步为 AutoGAN 引入了一个

参数动态重置策略。据观察，GAN 的训练变得不稳定，经

过长时间的训练后会出现模式崩溃[5]。继续训练共享崩溃

的模型可能是浪费时间。根据经验，我们观察到当模式崩溃

发生时，训练损失（铰链损失）的方差通常变得非常小。 

基于这一观察，我们设置了一个移动窗口来存储生成器

和判别器的最新训练损失值。一旦那些存储的训练损失的标

准偏差小于预定阈值，就终止当前迭代的共享 GAN 的训练。

在当前迭代更新控制器之后，将重新初始化共享 GAN 模型

的参数。请注意，我们不会重新初始化 RNN 控制器的参数，

因此它可以继续引导架构搜索并继承历史知识。通过动态重

置，搜索过程变得更加高效。 

 

3.3 优化算法 

 

AutoGAN 中有两组参数：RNN 控制器的参数（表示

为θ）; 搜索到的生成器和相应的判别器中的共享 GAN 参数

（表示为ω）。 算法 1 简要概述了训练过程，作为两阶段

之间的交替过程。 

第一阶段将训练共享 GAN 的ω一段时期，θ固定。 对

于每次训练迭代 

图 1：RNN 控制器的运行方案。 在每个时间步骤，控制器将要解码的隐藏矢量输出到具有其对应的 softmax 分类器的

操作中。 请注意，使用 MLAS，我们使用不同的控制器来搜索每个单元格。 一旦完成一个单元的搜索过程，控制器就

会对 M 个候选架构进行采样，然后从中挑选出前 K 个。前 K 个架构的控制器输出将作为下一个单元控制器的输入。 
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在共享 GAN 的训练过程中，候选架构将由 RNN 控制器进

行采样。一旦记录的训练损失的标准偏差降至阈值以下，动

态重置标识 将被设置为 True，并且共享 GAN 的训练

过程将立即终止。注意，在当前时期的控制器训练完成之前，

不会重新初始化共享 GAN。第二阶段训练θ并且ω固定：控

制器将首先对共享生成器的 K 个子模型进行采样。他们的

IS 将被计算为奖励。RNN 控制器将通过有移动平均基线的

强化学习方法进行更新。 在训练了 迭代次数之后，

将从已有的架构中挑选出排前的 K 个架构。同时，新的控制

器将被初始化以进行下一阶段的架构搜索。 

 
 

3.3.1 训练共享 GAN 
 

在此阶段，我们修正 RNN 控制器的策略 并通过

标准的 GAN 训练更新共享参数 ω。具体来说，我们使用铰

链对抗性损失以交替方式训练[42,5,53,64]： 

 

我 们 进 一 步 向 AutoGAN 引 入 了 多 级 架 构 搜 索

（MLAS），其中生成器（以及相应的判别器）将逐渐增长。 

 

MLAS 使用波束搜索[37]以自下而上的方式进行单元搜索。

当搜索下一个单元时，我们将使用不同的控制器，从当前候

选单元中选择前 K 个波束并基于它们开始下一轮搜索。 

 

3.3.2训练控制器 

 

在这个阶段我们修复ω并更新控制器的策略参数。我们

将奖励 定义为采样子模型 a 的 IS。 RNN 控制器使

用 Adam 优化器[28]通过 REINFORCE [59]更新，具有移动

平均基线。此外，我们还添加了一个熵项来鼓励探索。 

我们使用 LSTM [20]控制器。对于每个时间步长，

LSTM 将输出隐藏矢量，该矢量将被其相应的 softmax 分类

器解码和分类。LSTM 控制器以自动渐进的方式工作，最后

一步的输出将被输入下一步，并将从每个时间步的输出中对

GAN 的每个单元的操作进行采样。具体而言，当将新单元

添加到现有模型以增加输出图像分辨率时，将初始化新控制

器。将保存先前的排前的 K 模型的架构和相应的隐藏向量。

它们隐藏的矢量将作为输入馈入新控制器，以搜索下一个单

元的操作。 

 

3.3.3架构推导 

 

我们将首先从学习策略 中抽取几个生成器架构。

然后，将为每个模型计算奖励 R（初始得分）。然后，我们

将根据最高奖励挑选 top-K 模型，并从头开始训练。之后，

我们再次评估他们的初始分数，并且具有最高初始分数的模

型成为我们最终的派生生成器架构。 

 

4.实验 

 

数据集。在本文中，我们采用 CIFAR-10 [29]作为

AutoGAN 的主要测试平台。它由 50,000 个训练图像和

10,000 个测试图像组成，每个图像的分辨率为 32×32。我

们使用该训练集训练 AutoGAN，无需任何数据扩充。 

我们还采用 STL-10 数据集来显示 AutoGAN 发现的架

构的迁移能力。当使用 STL-10 进行训练时，我们采用

5,000 图像训练集和 100,000 图像未标记集。所有图像都调

整为 48×48，没有任何其他数据增加。 

训练细节。在训练共享 GAN 时，我们遵循谱归一化

GAN [42]的训练设置。生成器和判别器的学习率设置为

，使用铰链损耗，Adam 优化器[28]， 

http://www.gwylab.com/
https://arxiv.org/pdf/1908.03835.pdf


 

 

 

 

 
翻译：www.gwylab.com                   原文来源：https://arxiv.org/pdf/1908.03835.pdf 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

判别器的批次大小为 64，生成器的批次大小为 128。 谱归

一化仅在判别器上强制执行。我们使用 Adam [28]训练我们

的控制器，学习率为 3.5e-4。 我们还将控制器输出概率的

熵添加到奖励中，加权 1e-4，以奖励探索。 AutoGAN 搜

索 90 个迭代周期。 对于每次迭代，共享 GAN 将被训练 15

个时期，并且控制器将被训练 30 个时期。 我们将动态重置

方差阈值设置为 1e-3。 我们使用与共享 GAN 相同的训练

设置训练发现的体系结构，并进行 50,000 次生成器迭代。 

 
4.1. CIFAR 10上的结果 
 

 
图 3：AutoGAN 在 CIFAR-10 上发现的 AutoGAN（生成器）架构。 

 

AutoGAN 在 CIFAR-10 训练集上发现的生成器体系结构

如图 3 所示。对于无条件 CIFAR-10 图像生成（没有使用类

标签）的任务，可以总结一些值得注意的观察结果： 
 

· 发现的架构有 3 个卷积块。 与激活后的卷积块相比，

AutoGAN 显然更喜欢预激活卷积块。 
 

· AutoGAN 非常喜欢最近邻上采样（也是双线性上采

样）去反卷积。 这似乎与之前的经验[45]一致，即反

卷积可能会产生棋盘效应，而最近邻采样可能会更受青

睐。 
 

· 有趣的是，AutoGAN 似乎不喜欢使用任何标准化。 
 

· AutoGAN 显然赞成（更密集的）跳跃连接。 特别是，

它能够发现中长跳跃（跳跃 2-4 个卷积层），并实现

多尺度特征融合。 
 

我们将 AutoGAN 与 CIFAR-10 数据集上手工制作的

GAN 最近发布的结果进行比较，如表 2 所示。所有结果都

是从那些原始论文中收集的：因此，其他的结果是在他们手

动 调 整 的 最 佳 训 练 设 置 下 获 得 的 。 在 初 始 得 分 方 面 ，

AutoGAN 略微接近 Progressive GAN [26]，并且超越许

多最新的强势竞争对手，如 SNGAN [42]，提升的 MMD-

GAN [56]，Dist-GAN [54]，MGAN [19]，和 WGAN-GP 

[13]。就 FID 而言，AutoGAN 优于所有当前最先进的模型。 

CIFAR-10 生成结果的可视化示例如图 4 所示。 

请注意，AutoGAN 的当前搜索空间只能覆盖 SN-GAN，

而 不 能 覆 盖 其 他 搜 索 空 间 。 例 如 ， WGAN-GP 使 用

Wasserstein 损失（具有梯度限幅），并且 MGAN 采用多

判别器结构（而我们的判别器非常简单且未被搜索）。通过

使用相同的构建块组，AutoGAN 能够胜过手工制作的 SN-

GAN：公平的比较方式为生成器结构的重要性和搜索算法

的有效性提供了直接证据。 

虽然尚未配备任何明确的模型复杂正则化，但 AutoGAN

展示了 NAS 的预期模型参数效率。图 3 中最顶尖的架构具

有 1.77G FLOP，而其性能明显优于 SN-GAN（1.69G 

FLOP），并且与 Progressive GAN（6.39G FLOP）相当。 

我们还会在表 2 底部报告候选前 2 名和前 3 名发现的架

构的初始分数和 FID 分数。他们相应的架构如图 5 所示。我

们可以看到我们所有的前三个架构都与当前最先进的模型实

现了有竞争力的性能。 
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表 1：CIFAR-10 上无条件图像生成任务的初始分数和 FID 分数。 

我们获得了最新的 FID 分数 12.42。 

 

 

图 4：生成的 AutoGAN 的 CIFAR-10 结果。它们是随机采样而不

是采摘挑选的结果。 

 

4.2 STL-10的可转移性 

 

我们试图回答的下一个问题是：发现的架构是否可能过

度拟合数据集？换句话说，当我们使用另一个数据集重新训

练其权重（架构结构固定）时，相同的架构是否会依然有效？

为了解决这个问题，我们在 CIFAR-10 上采用 AutoGAN 发

现的架构，并在 STL-10 训练和无标签数据集上重新训练其

权重，用于 STL-10 上的无条件图像生成任务。请注意，

STL-10 的图像分辨率高于 CIFAR-10。 

 

图 5：前 2 个和前 3 个发现的体系结构。 

 

我们将最近公布的结果与 STL-10 数据集中手工制作的

GAN 进行比较，结果如表 2 所示。我们的结果令人惊讶地

展示出：尽管 Auto-GAN 在初始得分方面略微落后于提升

的 MMD-GAN，后者实现了 31.01 的最佳 FID 结果。 

STL-10 生成结果的可视化示例如图 4 所示。如果我们从头

开始重新执行架构搜索，我们希望在 STL-10 上获得更高的

结果，并将其留待将来工作。 

 

表 2 ： STL-10 上 无 条 件 图 像 生 成 的 初 始 分 数 和 FID 分 数 。 

AutoGAN 在 CIFAR-10 上使用探索架构。 

 

 

4.3. 消融研究与分析 
 

4.3.1 验证代理任务 
 

我们方法的代理任务是直接评估共享 GAN 的子模型上

的 IS，这大大提高了训练速度。 验证有效性在 
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质量。 如果我们使用 FID 的倒数而不是 IS 作为 AutoGAN

控制器的奖励怎么样？为了回答这个问题，在 CIFAR-10 上，

我们从头开始搜索另一个模型，使用 FID 的倒数作为奖励

（其他不变），并与使用 IS 奖励训练的 AutoGAN 进行比

较。在搜索过程中，对于这两种模型，我们会在训练过程中

定期评估 IS 和 FID 值。图 8 描绘了曲线，从中我们可以看

到，虽然两种奖励都可以随着搜索的进行而增加，但是 FID

驱动的搜索（红色曲线）显示了与 IS 驱动的搜索（蓝色曲

线）相比在两种指标下的性能。然而，计算 FID 比计算 IS

更耗时，因为它需要计算大矩阵的协方差和均值。因此，我

们选择 IS 作为 AutoGAN 的默认奖励。 

 

 
 

 

图 6：生成的 AutoGAN 的 STL-10 结果。 它们是随机抽样而不是

采摘挑选的结果。 

 
 

设计代理任务上的效果，我们从头开始训练衍生架构 30 个

时期并使用 CFIAR-10 上的 AutoGAN 评估它们的 IS。我们

绘制了由代理任务（Proxy）提供的评估值与图 7 中的真实

评估（Real）之间的相关性。我们可以观察到彼此之间的正

相关，Spearmans 相关系数排在 0.779，证明代理任务提

供了真实评估的公平近似。我们还可以观察到代理评估往往

低估了 Inception 分数，这是由于我们的代理任务中有未完

成和共享的训练导致的。 

 
图 7：CIFAR-10 上实际评估和代理任务性能的相关图。 

 

4.3.2 与使用 FID作为奖励相比较 
 

除了 IS 之外，GAN 的另一个重要评估指标是 FID 得分

[50]：较小的 FID 表示更好的生成 

 
图 8：使用 IS 和 FID（倒数）作为 AutoGAN 奖励的比较。具有基

于 IS 的奖励的模型以蓝色绘制，而具有基于 FID 的奖励的模型以红

色绘制。上图显示了两种模型的 IS 值随着训练的进行情况，以及

FID 值的变化情况。 

 

4.3.3 参数动态重置 

 

众所周知，GAN 的训练过程非常不稳定，经过长时间

的训练后容易出现模式崩溃[5]。继续训练共享折叠模型可

能是浪费时间。因此，我们引入了参数动态重置来缓解这个

问题。为了进行比较，我们在 CIFAR-10 上进行了两次

AutoGAN 实验，[46]中提出了参数共享策略，并提出了动

态复位加参数共享策略。我们在两个训练过程中评估 IS。如

图 9 所示，我们可以看到它们实现了相当的性能。但是，动

态重置的训练过程只需要 43 个小时，而没有动态重置则需

要 72 个小时。 

 

4.3.4多级架构搜索 

 

我们的 AutoGAN 框架默认采用多级架构搜索（MLAS）

策 略 。 为 了 比 较 ， 我 们 使 用 单 级 架 构 搜 索 （ SLAS ） 在

CIFAR-10 上进行另一个 AutoGAN 实验，其中整个架构将

通过单个控制器一次派生。我们评估 IS 并与下列进行比较 
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图 9：将 AutoGAN 与使用（蓝色）和不使用（红色）动态重置进

行比较。 动态重置可以提高训练效率，同时实现可比性能。 

 

即 MLAS 的训练。我们可以看到 SLAS 在开始时获得了较高

的初始分数，但 MLAS 的初始分数逐渐增长，最终优于

SLAS。此外，训练 SLAS 比训练 MLAS 慢得多，因为生成

器输出图像将始终伴随最终分辨率。图 10 展示了 MLAS 的

明显和一致的优点。 

 

 
图 10：AutoGAN 与 MLAS（蓝线）和 SLAS（红线）训练过程的

比较。 

 

4.3.5 与随机搜索相比较 
 

我们在[34]中实现了两个随机搜索算法：一个具有权重

共享，另一个没有权重共享（早期停止）。我们在 CIFAR-

10 上使用这两种算法重新搜索了 AutoGAN，并将搜索时

间限制为 48 小时。结果，发现的具有权重共享的体系结构

实现了 IS = 8.09 和 FID = 17.34，而另一个实现了 IS = 

7.97 和 FID = 21.39。两者都不如我们提出的搜索算法，并

符合其效果。 

5. 结论，局限和讨论 
 

AutoGAN 首 次 尝 试 将 NAS 引 入 GAN。 它 能 够 在

CIFAR-10 和 STL-10 数据集上识别出高效的架构，从而在

当前最先进的手工制作的 GAN 模型中实现具有竞争力的图

像生成结果。消融研究进一步揭示了每种成分的益处。 

由于 GAN 训练本身的高度不稳定性和超高灵敏度，

AutoGAN 似 乎 比 NAS 更 具 挑 战 性 。 回 想 一 下 ， 在

AutoML 的初始阶段，它只能设计与人类专家设计的神经网

络相当的小型神经网络，这些结果仅限于小型学术数据集，

如 CIFAR-10 和 Penn Treebank [71] 。同样，尽管取得了

初步的成功和承诺，但毫无疑问，AutoGAN 还有很大的发

展空间。 

为了使 AutoGAN 比最先进的手工设计的 GAN 更具竞争

力，我们指出了一些需要继续努力的具体项目： 
 

· AutoGAN 的当前搜索空间有限，并且一些强大的

GAN 被排除在可搜索范围之外。需要通过更多的构建

块来扩大它，这在 GAN 文献中是有效的。参考最近的

GAN 基准研究[39,32]，我们考虑扩大我们的搜索空间，

注意力/自注意力[64]，基于风格的生成器[27]，相对

判别器[25]和各种损失，如 Wasserstein 损失[3]，等

等。 
 

· 到目前为止，我们尚未对更高分辨率的图像合成测试

AutoGAN，例如 ImageNet。虽然相同的算法原则上

可直接应用，但计算成本会变得非常高。例如，对

CIFAR-10 的搜索已经需要 43 个小时。关键的挑战在

于如何进一步提高搜索算法的效率。 
 

· 作为一种可能的策略，NAS 在图像分类中通常将迁

移学习从低分辨率图像应用到更高分辨率[72]。看看类

似的想法如何应用于 GAN 的图像生成任务可能是有趣

的，尽管具有挑战性，因为它在保存/合成细节方面比

分类要求更高。 
 

· 我们没有释放寻找更好的判别器的潜力。我们可能会

在生成器和判别器之间进行交替搜索，这可能会使

AutoGAN 变得更具挑战性。 

 

· 最终，AutoGAN 将需要能够联合内部标签，例如条

件 GAN (CGAN)[41]和半监督 GAN [50]。 
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